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Az elsõ hazai csõdmodell újraszámítása neurális hálók 
segítségével 

A tanulmány arra a kérdésre keresi a választ, hogy Magyarországon is megbízha

tóbbnak bizonyulnak-e a legkorszerûbb csõdelõrejelzési módszerek a hagyományos

matematikai-statisztikai eljárásoknál. Az elsõ hazai csõdmodell adatbázisán végre

hajtott szimulációs kísérletek egyértelmûen azt bizonyítják, hogy a mesterséges

neurális hálókkal elkészített csõdmodellek magasabb besorolási pontossággal ren

delkeznek, mint azok a modellek, amelyeket az 1990-es években diszkriminanciaana

lízis és logisztikus regresszió alapján dolgoztak ki. A tanulmány az eredmények be

mutatásán kívül elemzi az eltérések okait, és konstruktív javaslatokat fogalmaz meg

a hazai csõdelõrejelzési gyakorlat fejlesztésére.*

Journal of Economic Literature (JEL) kód: C45, C53, G33.


Az elõrejelzési módszertan folyamatosan megújul és fejlõdik. Az elmúlt években jelentõs 
elõrelépés történt a matematikai-statisztikai, a kollektív szakértõi és participatív, vala
mint a modellezési eljárások területén egyaránt. A mesterségesintelligencia-kutatások 
eredményei komoly kihívás elé állították a matematikai-statisztikai eljárások mûvelõit. 
Magyarországon az ezredforduló után kezdtek a szakirodalomban és az elõrejelzési gya
korlatban teret hódítani a mesterségesintelligencia-módszerek családjába tartozó mester
séges neurális hálók, amelyek segítségével egyre több elõrejelzési és döntési modellezési 
problémát oldanak meg sikeresen. Az adatbányászat szakirodalma átfogóan foglalkozik a 
mesterségesintelligencia-eljárásokkal (Bigus [1996]). Az elõrejelzési módszerek fejlõdé
se szerepet kapott a csõdelõrejelzésben is (Kristóf [2004]). 

Az utóbbi években készült empirikus vizsgálatok azt mutatták, hogy a neurális hálók 
megbízhatóbb csõdelõrejelzési eljárást képviselnek, mint a korábban széles körben alkal
mazott diszkriminanciaanalízis és a logisztikus regresszió (Atiya [2001]; Back és szerzõ
társai [1996]; Ooghe és szerzõtársai [1999]). A nemzetközi tapasztalatok alapján ezért 
célszerûnek láttuk Magyarországon is összehasonlító elemzés keretében megvizsgálni, 
hogy érvényesek-e a hazai csõdmodellekre a nemzetközi tendenciák. 

Neurális hálókkal a Közgazdasági Szemle olvasói eddig három cikkben is találkozhat
tak (Benedek [2000], [2001], Megyeri [2001]), amelyek a neurális hálók általános mûkö
désével, a részvényárfolyam-volatilitás megváltozásának felismerésével, valamint a pénz 
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mint általános csereeszköz modellezésével foglalkoztak. Reményeink szerint a csõdelõ
rejelzés példáján végrehajtott neurálisháló-modellezés eredményesen hozzájárul ahhoz, 
hogy a hazai gondolkodásban és elõrejelzési gyakorlatban meghonosodjon és elterjedjen 
az ígéretes eljárás. 

Az elsõ hazai csõdmodell és fõbb elõzményei 

A csõdelõrejelzés hõskorának számító 20. század elsõ kétharmadában nem álltak rendel
kezésre fejlett statisztikai módszerek és számítógépek a csõdelõrejelzést végzõk számára. 
A fennmaradt és a csõdbe jutott vállalatok pénzügyi mutatószámait hasonlították össze, 
és megállapították, hogy az eladósodottság, a likviditás, a jövedelmezõség és forgási 
sebesség leggyakrabban alkalmazott mutatószámai a csõdbe jutott vállalatok esetében 
alacsonyabbak, illetve kedvezõtlenebbek voltak (Fitzpatrick [1932]). 

Az 1960-as végéig egyváltozós statisztikai módszerek segítségével ítélték meg a válla
latok fizetõképességét. Beaver [1966] harminc, a szakirodalomban gyakran említett pénz
ügyi mutatót talált relevánsnak a vállalati fizetõképesség jövõje szempontjából. Egyvál
tozós diszkriminanciaanalízis segítségével vizsgálta a mutatókat 79 pár fizetõképes/fize
tésképtelen vállalatra. A legjobb eredményt a cash flow és az össztõke aránya mutatóval 
érte el, amely 90 százalékos megbízhatósággal mutatta meg a fizetésképtelenséget egy 
évvel a csõd bekövetkezése elõtt. 

Az 1960-as évek végétõl a többváltozós diszkriminanciaanalízist alkalmazták csõdelõ
rejelzésre. Altman [1968] 33 pár fizetõképes/fizetésképtelen vállalat mintájára, öt pénz
ügyi mutatóra, többváltozós diszkriminanciaanalízis segítségével építette fel világhírû 
csõdmodelljét, amely 95 százalékban bizonyult eredményesnek a csõdbe jutás elõtt egy 
évvel. A többváltozós diszkriminanciaanalízis bázisán Altman–Haldeman–Narayanan 
[1977] kifejlesztette a hétváltozós ZETA modellt 58 fizetõképes és 53 fizetésképtelen 
vállalat mintájára. 

Az 1980-as években a diszkrimanciaanalízist egyre inkább kiegészítette és felváltotta a 
logisztikus regressziós elemzés, amely egészen az 1990-es évek közepéig a leggyakrab
ban alkalmazott csõdmodellezési, -elõrejelzési eljárás lett. A vállalati fizetõképesség rep
rezentatív mintán keresztüli elõrejelzésére elõször Ohlson [1980] alkalmazta a logisztikus 
regresszió elemzést 105 fizetésképtelen és 2058 fizetõképes vállalat mintájára, ezzel is 
kifejezve, hogy a fizetésképtelen vállalatok a valóságban kisebb arányt képviselnek, mint 
a fizetõképesek. A csõdbe jutás valószínûségének elõrejelzése területén mérföldkõnek 
bizonyult az elõször Zmijewski [1984] által alkalmazott probitanalízis. Szintén az 1980-as 
évek terméke a rekurzív particionáló algoritmus (Frydman–Altman–Kao [1985]), amely 
döntési fa formájában ábrázolja a különbözõ változók és küszöbértékek kombinációit, 
kiválasztva közülük az elõrejelzési értékkel bírókat. 

Hazánkban csak 1991-ben jöttek létre a csõdeljárás és a felszámolási eljárás törvényi 
feltételei,1 ezért a magyar csõdelõrejelzésnek nincsenek évtizedes hagyományai. A legko
rábbi csõdmodellt Virág Miklós és Hajdu Ottó dolgozta ki (Hajdu–Virág [2001], Virág– 
Hajdu [1996]) 1990. és 1991. évi beszámoló adatok alapján, diszkriminanciaanalízis és 
logisztikus regresszió segítségével. A csõdmodell alapjául szolgáló adatbázist a Pénzügy
minisztérium biztosította. A vizsgálatba bevont 154 feldolgozóipari vállalat közül 1992 
augusztusában 77 fizetõképes és 77 fizetésképtelen volt. A mintában szereplõ vállalatok 
legalább 300 fõt foglalkoztattak. A modellépítés során 17 pénzügyi mutatószámot vettek 

1 Lásd az 1991. évi XLIX. törvényt a csõdeljárásról, a felszámolási eljárásról és a végelszámolásról. 



146 Virág Miklós–Kristóf Tamás 

1. táblázat 
A pénzügyi mutatók számításmódjai 

A mutató megnevezése A mutató számításmódja 

Likviditási gyorsráta


Likviditási mutató


Pénzeszközök aránya (százalék)


Cash flow és összes tartozás aránya


Forgóeszközök aránya (százalék)


Tõkeellátottsági mutató (százalék)


Eszközök forgási sebessége


Készletek forgási sebessége


Vevõk forgási sebessége (nap)


Eladósodottság mértéke (százalék)


Saját vagyon aránya (százalék)


Bonitás


Befektetett eszközök hosszú lejáratú 
hitelekkel fedezett aránya (százalék) 

Forgóeszközök rövid lejáratú hitelekkel 
fedezett aránya (százalék) 

Árbevételarányos nyereség (százalék) 

Vagyonarányos nyereség (százalék) 

Vevõk és szállítók aránya 

(forgóeszközök – készletek)/rövid lejáratú 
kötelezettségek 

forgóeszközök/rövid lejáratú kötelezettségek 

(pénzeszközök/forgóeszközök) × 100 

cash flow/összes tartozás 

(forgóeszközök/mérlegfõösszeg) × 100 

[(befektetett eszközök + készletek)/saját vagyon] 
× 100 

nettó árbevétel/mérlegfõösszeg 

nettó árbevétel/készletek 

(vevõk × 360)/nettó árbevétel 

(kötelezettségek/mérlegfõösszeg) × 100 

(saját tõke/mérlegfõösszeg) × 100 

kötelezettségek/saját tõke 

(hosszú lejáratú hitelek/befektetett eszközök) × 100 

(rövid lejáratú hitelek/forgóeszközök) × 100 

(adózott eredmény/nettó árbevétel) × 100 

(adózott eredmény/saját tõke) × 100 

vevõkövetelések/szállítói kötelezettségek 

figyelembe. E tanulmányban kizárólag a magasabb besorolási pontosságú 1991. évi pénz
ügyi mutatók alapján készített csõdmodellekkel foglalkozunk. Tekintsük át az alkalma
zott mutatószámok számítási eljárásait (1. táblázat) és alapstatisztikáit (2. táblázat)! 

Diszkriminanciaanalízis az 1991-es éves beszámoló adatok alapján2 

A többváltozós diszkriminanciaanalízis egyidejûleg elemzi több mutatószám eloszlását, 
és olyan osztályozási szabályt állít fel, amely több súlyozott pénzügyi mutatószámot – 
ezek a modell független változói – tartalmaz, és ezeket egyetlen diszkriminanciaértékké 
fogja össze. Az alkalmazott mutatószámok kiválasztásának elõfeltétele, hogy azok kevés
sé korreláljanak egymással, különben a bevont újabb mutatószámok csak minimális mér
tékben járulnak hozzá a csoportképzés megbízhatóságának növekedéséhez. További fel
tétel, hogy a mutatószámok többdimenziós normális eloszlást mutassanak, valamint az, 
hogy az osztályok kovarianciamátrixai azonosak legyenek. A vállalatok osztályozásához 

2 A diszkriminanciaanalízis és a logisztikus regresszió alapú csõdmodellezés Virág Miklós, a neurális 
háló alapú csõdmodellezés és az összehasonlító elemzések elkészítése Kristóf Tamás munkája. 
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2. táblázat 
A fizetésképtelen és a fizetõképes osztályok mutatószámaira jellemzõ átlagok és szórások 

Átlagok Szórások 
Pénzügyi mutatók fizetés- fizetõ- fizetés- fizetõösszes összesképtelen képes képtelen képes 

Likviditási gyorsráta 0,47 0,97 0,72 0,23 0,75 0,55 
Likviditási mutató 1,15 2,12 1,63 0,45 1,59 1,17 
Pénzeszközök aránya (százalék) 95,58 101,24 98,41 52,6 44,77 48,83 
Cash flow és összes tartozás aránya –0,34 –0,05 –0,20 0,29 0,41 0,38 
Forgóeszközök aránya (százalék) 58,29 63,41 60,85 16,45 16,51 16,63 
Tõkeellátottsági mutató (százalék) 73,00 71,00 72,00 39,00 51,00 45,00 
Eszközök forgási sebessége 56,97 57,39 57,18 20,20 22,60 21,44 
Készletek forgási sebessége 0,15 0,09 0,12 0,23 0,23 0,23 
Vevõk forgási sebessége (nap) 42,26 27,31 34,78 38,20 22,28 31,26 
Eladósodottság mértéke (százalék) –19,00 –3,31 –11,15 15,70 15,10 15,40 
Saját vagyon aránya (százalék) –42,50 –3,90 –23,20 71,10 68,14 69,61 
Bonitás –0,23 0,07 –0,08 0,30 0,34 0,32 
Befektetett eszközök hosszú lejáratú 

hitelekkel fedezett aránya (százalék) –0,16 0,0002 –0,08 0,16 0,15 0,16 
Forgóeszközök rövid lejáratú hitelekkel 

fedezett aránya (százalék) 0,94 21,39 11,17 23,70 21,25 22,59 
Árbevételarányos nyereség (százalék) 58,29 63,40 60,84 16,50 16,50 16,50 
Vagyonarányos nyereség (százalék) 3,36 6,86 5,11 3,27 8,19 6,24 
Vevõk és szállítók aránya 0,43 0,81 0,62 0,22 0,64 0,47 

az egyes vállalatok éves beszámolóadataiból kiszámított pénzügyimutatószám-értékeket 
kell behelyettesíteni a lineáris kombinációt képezõ diszkriminanciafüggvénybe. A fizetõ
képes és a fizetésképtelen vállalatokat elválasztó diszkriminanciaértékkel összehasonlítva 
állapítható meg, hogy a cég a kettõ közül melyik csoportba sorolható. A diszkriminancia
függvény általános alakja a következõ: 

Z = w1X1 + w2X2 + … + wnXn, (1) 

ahol 
Z: diszkriminanciaérték, 
wi: diszkriminanciasúlyok,

Xi: független változók (pénzügyi mutatók),

i = 1,…, n, ahol n a pénzügyi mutatók száma.

Az elemzések azt mutatták, hogy a vizsgált mintában a fizetõképes és a fizetésképtelen


vállalatok leginkább a következõ diszkrimináló változókban különböztek egymástól: 

X1: likviditási gyorsráta;

X2: cash flow/összes tartozás;

X3: forgóeszközök/összes eszköz;

X4: cash flow/összes eszköz.


A mutatószámok sorrendje egyben a csoportok megkülönböztetésében játszott szere
püket is tükrözi, tehát a likviditási gyorsráta a leginkább diszkrimináló hatású, majd ezt 
követi a többi három változó. E változók bevonásával készült el az 1991. évi adatokra 
vonatkozó diszkriminanciafüggvény: 
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Z = 1,3566X1 + 1,63397X2 + 3,66384X3 + 0,03366X4. (2) 

A kritikus Z-érték 2,61612, tehát ha az adott vállalat megfelelõ pénzügyi mutatóit a 
függvénybe behelyettesítve 2,61612-nél nagyobb számot kapunk, akkor a függvény a 
céget fizetõképesnek, egyébként pedig fizetésképtelennek minõsíti. 

Logisztikus regresszió az 1991-es éves beszámoló adatok alapján 

A logisztikus regresszió kiválóan alkalmazható a magyarázó változók és a bináris (ordinális) 
válaszadás valószínûsége közötti kapcsolat feltárására. Az eljárás logisztikus függvényt 
illeszt a bináris (ordinális) adatokra a maximum likelihood módszerrel. A logisztikus 
regresszió ugyanazzal a módszerrel választja ki a modellváltozókat, mint a diszkriminan
ciaanalízis. Az összesúlyozott független változókhoz egy, a mintában szereplõ vállalatok 
fennmaradásának valószínûségével kifejezett Z értéket rendel. A módszer elõnye, hogy 
nem feltételez többdimenziós normális eloszlást, és változatlan variancia-kovariancia 
mátrixot, mint a diszkriminanciaanalízis. A logisztikus regresszió nemlineáris összefüg
géssel dolgozik, és a csõdelõrejelzésre a kumulált logisztikus függvényt használja a (3) 
képlet segítségével: 

Z β0 +∑ (β j X j )e e
P (fizetõképes) = 

Z 
= 

1 + e β0 +∑ (β j X j ) 
, (3) 

1 + e 
ahol 

βj: regressziós paraméterek, 
Xj: független változók (pénzügyi mutatók), 
j = 1 ,.., m, ahol m a pénzügyi mutatók száma. 
Empirikus vizsgálatok alapján a fizetõképes és a fizetésképtelen vállalatok leginkább a 

következõ változókban (pénzügyi mutatókban) különböztek egymástól: 

X1: likviditási gyorsráta; 
X2: árbevétel arányos nyereség; 
X3: cash flow/összes tartozás; 
X4: forgóeszközök/összes eszköz; 
X5: vevõk/szállítók. 

A csõdbe jutás valószínûségét kifejezõ logisztikus regressziós függvény paraméterei: 

β0 = 3,432; 
β1 = –10,320; 
β2 = 0,1439 E-01; 
β3 = –4,438; 
β4 = -0,2992 E-01; 
β5 = 8,170. 

A függvény paramétereinek kiszámítása után azonban még nem ismerjük a függvény 
függõ változójának azon értékét (az úgynevezett cut point értéket), amely mellett osztá
lyozva a vállalatokat, besorolási pontosságuk maximális lesz. A függvény behelyettesíté
sét követõen minden vállalatnak lesz egy pontos csõdvalószínûségi értéke. Az 1991-es 
éves beszámolók mintája esetén ez az érték 0,525 volt, vagyis az ezt meghaladó értékeket 
felvevõ vállalatokat a modell fizetésképtelennek minõsíti. 

A diszkriminanciaanalízis és a logisztikus regresszió besorolási pontosságait a 3. táb
lázat szemlélteti. A logisztikus regresszió nagyobb besorolási pontossága részint annak 
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köszönhetõ, hogy ebben a modellben a figyelembe vett változók eloszlására nézve sem
milyen feltételezéssel nem kellett élni. A modellbe épített több magyarázó változó is a 
logisztikus regressziónak kedvez. 

3. táblázat 
A diszkriminanciaanalízis és a logisztikus regresszió besorolási pontosságának összehasonlítása 

(n = 154) 

Alkalmazott csõdelõrejelzési módszer
Megnevezés 

diszkriminanciaanalízis logisztikus regresszió 

Rontott fizetõképes (darab) 20 12 
Rontott fizetõképes (százalék) 26,0 15,6 
Rontott fizetésképtelen (darab) 14 16 
Rontott fizetésképtelen (százalék) 18,2 20,8 
Összes rontott (darab) 34 28 
Összes rontott (százalék) 22,1 18,2 
Besorolási pontosság (százalék) 77,9 81,8 

A csõdelõrejelzési modellek kialakításánál a mintában szereplõ vállalatokat általában 
különbözõ iparágakból válogatják ki. Nyilvánvaló, hogy az egyes iparágak esetében 
eltérõ az elõállított termékek életciklusa, különbségek jelentkeznek a termelési ténye
zõkben, a piaci versenypozíciókban stb. Ezek az eltérések a pénzügyi mutatószámok 
vállalati szintû alakulásában is tükrözõdnek. Így a vállalati minta a kialakítandó csõd
modellben szereplõ diszkrimináló mutatószámokat, és a megkülönböztetésben jelent
kezõ fontosságukat is (ex post) nagyban befolyásolja. A csõdmodell elõrejelzési (ex 
ante) képességének vizsgálatához szükséges újabb minta különbözõsége így nem csu
pán a vállalatok kiválasztási esélyeinek, hanem a vállalatok iparágankénti megoszlásá
nak is függvénye. 

Számos szerzõ (Platt–Platt [1990]) foglalkozott már azzal a kérdéssel, hogy egy válla
lat pénzügyi viszonyszámai mennyiben tükrözik vissza az iparág tõkeszerkezetét, bevéte
li és kiadási modelljét. A szerzõpáros tanulmányában részletesen foglalkozott a vállalati 
pénzügyi viszonyszámok és az iparági teljesítmények változásának a vállalati csõd való
színûségére gyakorolt hatásával. 

Felhasználva tapasztalataikat, a csõdmodellek továbbfejlesztésénél az úgynevezett ipar
ágtól függõ viszonyszámok alkalmazásának lehetõségét is célszerû megvizsgálni. Erre 
azért van szükség, mert segítségükkel a csõdmodellek elõrejelzési pontossága bizonyítot
tan javítható. Az iparágtól függõ viszonyszám nem más, mint egy vállalat adott mutatószá
mának, és az iparági középértéknek a hányadosa, ami a következõk szerint számítható: 

(Vallalati mutatoszam)k,j,t , (4) 
Vállalati mutatószám 

k,j,t = 
(IparagiIparági átlagos ráta j,t ×100

(Iparági relatív ráta)

ahol 
k: a vállalat, 
j: az iparág, 
t: a mutatószám fajtája, 
A nevezõ 100-zal történõ szorzásának az a célja, hogy a százalékos viszonyszámokat 

hozzáigazítsuk az egynél nagyobb skaláris értékekhez. Ennek hatására egy adott iparág-
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ban az iparágtól függõ viszonyszám középértéke bármely idõszakban 0,01-es értéket 
vesz fel. 

A pénzügyi viszonyszámok az idõvel számos okból megváltozhatnak. Az iparágtól 
függõ viszonyszám azonban visszatükrözi az egyes vállalatok és az iparág reagálását 
adott eseményre. A formula nagy elõnye, hogy – az idõ múlásával bekövetkezõ változá
sok figyelembevétele ellenére – biztosítja, hogy az iparági megoszlás középértéke a 0,01
es értéken maradjon, feltételezve, hogy a szórásnégyzet állandó. Ez a megoldás – meg
engedve az iparágon belüli változásokat – csökkenti az adatok instabilitását, ugyanakkor 
javíthatja a kialakítandó csõdmodellek elõrejelzési pontosságát. 

A Virág–Hajdu szerzõpáros ezért 1996-ban elkészített egy korai csõdveszélyt jelzõ 
modellcsaládot különbözõ nemzetgazdasági ágakra és ágazatokra vonatkozóan, 
diszkriminanciaanalízis segítségével, közel 10 000 gazdálkodó egység3 pénzügyi adatai 
alapján (Virág [1996]). Ennek eredményeként Magyarországon rendelkezésre áll a nem
zetgazdasági ágaknak és ágazatoknak azok a pénzügyi mutatószámai és a hozzájuk tarto
zó súlyok, amelyek tekintetében leginkább megkülönböztethetõ egymástól egy adott nem
zetgazdasági ágban vagy ágazatban a csõdbe jutott és a túlélõ vállalat. Az 1996. évi 
nemzetgazdasági ágakat és ágazatokat átfogó csõdmodellcsalád pontossága – éppen a 
tevékenységi kör szerinti részletezés miatt – felülmúlta a korábbi modellekét. 

Az alkalmazott neurális háló tanuló algoritmus 

Kiinduló feltevésünk az volt, hogy a diszkriminanciaanalízis és a logisztikus regresszió 
alapján készített modellekhez viszonyítva magasabb besorolási pontossággal rendelkezõ 
csõdmodelleket kaphatunk, amennyiben a nemlineáris összefüggések leképezésére, vala
mint a mintafelismerésre alkalmas neurális hálókat használjuk a vállalatok fizetõképes és 
fizetésképtelen osztályokba való sorolására. A neurális hálók fõbb jellemzõivel, felépíté
sével és mûködésével már Magyarországon is számos publikáció foglalkozott (lásd pél
dául Benedek [2000], [2003], Kristóf [2002]), ezért e tanulmányban részletesebben kizá
rólag a csõdmodellezésre használt tanuló algoritmust mutatjuk be. 

A neurális hálók legismertebb tanuló algoritmusa az ún. backpropagation4 eljárás, 
amelyet elsõ ízben Werbos [1974] alkalmazott. Ahhoz, hogy egy neurális hálót megtanít
sunk bizonyos feladat elvégzésére, úgy kell beállítanunk a neuronok súlyait, hogy csök
kentsük az eltérést (hibát) a kívánatos output és a tényleges output között. Ez úgy törté
nik, hogy a neurális háló kiszámítja a súlyok hibáinak deriváltját (EW), ami azt fejezi ki, 
hogy miként változik a hiba, amennyiben a súlyokat kicsiny mértékben növeljük vagy 
csökkentjük. 

A backpropagation algoritmus használata akkor legkönnyebb, amikor a háló mind
egyik egysége lineáris. Ekkor az algoritmus úgy számítja ki a súlyok hibáinak deriváltját, 
hogy meghatározza azt az arányt, ahogyan a hiba változik az egység aktivitási szintjének 
változásával (EA). Az outputegységek aktivitási szintjének változása egyszerûen a tény
leges és a kívánatos outputok különbsége. Egy, az outputréteget megelõzõ köztes réteg
ben található egység aktivitási szintjei változásának a meghatározásához elõször azonosí
tani kell a súlyokat a köztes egység és a kapcsolódó outputegységek között. Ezután a 
súlyok és az outputegységek aktivitási szintjei változásainak lineáris kombinációját ké
pezzük. Ugyanezzel az eljárással számíthatjuk ki a többi réteg aktivitási szintjének válto

3 Korábban ekkora nagyságrendû minta alapján nem végeztek csõdmodellszámításokat. 
4 Backpropagation = backwards propagation of error; magyarra visszacsatolásos hibajavításnak vagy 

hiba-visszaterjesztésnek lehetne fordítani. 
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zásait is, rétegrõl rétegre haladva, a hatásirányhoz képest visszafelé haladva. Innen ered 
a backpropagation elnevezés is. Miután kiszámítottuk az egység aktivitási szintjének 
változását, ezt követi az egységhez bejövõ kapcsolatok EW-inek meghatározása. Az EW 
az EA és a bejövõ kapcsolatok aktivitásának szorzata. 

Nemlineáris esetekben a backpropagation algoritmus egy újabb lépéssel bõvül ki. A 
„backpropagálás” elõtt az EA-t át kell alakítani egy olyan mutatószámra, amely a hiba
változást az egység által realizált teljes input változásának függvényében írja le (EI). 

A kapcsolatok súlyait valós számok fejezik ki. Wij-vel jelöljük az i-edik és a j-edik 
egység közötti kapcsolat súlyát. Célszerû ábrázolni a kapcsolatok mintáját egy 
kapcsolatisúly-mátrixban. Az erõsítõ súlyokat pozitív számok, míg a gyengítõ súlyokat 
negatív számok fejezik ki. A kapcsolatok hálóját követi a háló felépítése. A kimeneti 
rétegben található egység aktivitását a következõ két lépés segítségével határozhatjuk meg. 

1. Elõször meg kell határozni a teljes súlyozott Xj inputot: 

X j = ∑ yiWij , (5) 
i 

ahol 
yi: a j-edik egység aktivitási szintje az elõzõ rétegben, 
Wij: a kapcsolat súlya az i-edik és a j-edik egység között. 
2. Ezután az egység kiszámítja yj

Általában a szigmoid függvényt alkalmazzuk: 
aktivitását a teljes súlyozott input függvényében. 

1 
y j = 

1 + e − X j 
. (6) 

Miután meghatároztuk az outputegységek aktivitásait, a háló kiszámítja a függvény 
hibáját (E) a következõ képlettel: 

E = 
1 ∑ ( yi − di )

2, (7)
2 i 

ahol 
yi: az i-edik egység aktivitási szintje az outputrétegben, 
di: az i-edik egység kívánatos outputja. 
A backpropagation algoritmus négy lépésbõl áll. 
1. Kiszámítja, hogy milyen gyorsan változik a hiba az outputegység aktivitásának 

változásával. A hiba deriváltja (EA) a tényleges és a kívánatos outputaktivitás különbsége. 

∂E
EAj =

∂y j 

= y j − d j . (8) 

2. Kiszámítja, hogy milyen gyorsan változik a hiba annak mértékében, ahogyan az 
outputegységhez érkezõ teljes input változik. Ez az érték (EI) úgy adódik, hogy az 1. 
lépés eredményét megszorozzuk azzal a mértékkel, ahogyan az egység outputja a teljes 
input függvényében változik. 

EI j = ∂E = ∂E ×
∂y j = EAj y j (1 − y j ). (9)

∂x j ∂y j ∂x j 

3. Kiszámítja, hogy milyen gyorsan változik a hiba annak mértékében, ahogyan a 
kapcsolat súlya az output változásával változik. Ezt az értéket (EW) úgy kapjuk meg, 
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hogy megszorozzuk a 2. lépés eredményét azzal egység aktivitási szintjével, amelybõl a 
kapcsolat ered. 

EWij =	
∂E = ∂E ×

∂x j = EI j yi . (10)
∂Wij ∂x j ∂Wij 

4. Kiszámítja, hogy milyen gyorsan változik a hiba annak mértékében, ahogyan az 
egység aktivitása az elõzõ rétegben változik. Ez a lépés teszi lehetõvé a backpropagation 
eljárás számára, hogy az többrétegû hálók esetében is alkalmazható legyen. Ha egy egy
ség aktivitása megváltozik az elõzõ rétegben, mindazon egységekre hatással lesz az out
putrétegben, amelyekhez kapcsolódik. Ezért a hibára gyakorolt összes hatás kiszámításá
hoz össze kell adni az outputegységekre gyakorolt összes külön-külön meghatározott 
hatást. Mindegyik hatást egyszerû kiszámítani. A 2. lépés eredményét kell megszorozni 
az outputegység kapcsolatainak súlyaival. 

EAi = ∂E = ∑ 
∂E ×

∂x j = ∑ EI jWij . (11)
∂yi j ∂x j ∂yi j 

A 2. és a 4. lépésekkel tudjuk átalakítani valamely réteg egységei aktivitási szintjének 
változásait az elõzõ réteg egységei aktivitási szintjének változásaira. Az eljárás ismétlé
sével tetszõlegesen vissza tudunk jutni az elõzõ rétegek egységei aktivitási szintjének 
változásaihoz. Miután tudjuk valamely egység aktivitási szintjének változását, a 2. és a 
3. lépés segítségével meghatározhatjuk a beérkezõ kapcsolatok EW-it. 

A fenti eljárás tehát a kívánatos és a tényleges outputok közötti hiba visszafelé történõ 
mérséklésével keresi az optimális megoldást. A módszer feltételezi, hogy a háló számára 
rendelkezésre állnak a problémához hasonló példák, és a mintafelismerés analógiáját 
követve keresi meg a neuronok közötti megfelelõ kapcsolatokat a minél eredményesebb 
elõrejelzési modell kialakítása érdekében. 

A backpropagation algoritmusról fontos megjegyezni, hogy az eljárás nem garantálja 
a hibafüggvény globális minimumának a megtalálását – elõfordulhat, hogy lokális mini
mumra áll be. Empirikus vizsgálatok alapján egy 35 súlyból álló neurális háló több ezer 
lokális minimummal is rendelkezhet (Gonzalez [2000] 29. o.). Számos lokális minimum 
azonban megközelítõen pontos vagy elfogadhatóan jó elõrejelzést tesz lehetõvé. 

A neurális hálókkal végrehajtott korábbi elõrejelzések bebizonyították, hogy a hálók 
akkor nyújtják a legjobb eredményt, ha szakértõ segítségével építjük fel õket (Shachmurove 
[2002] 31. o.). A szakértõ a legfontosabb neuronok kiválasztásával, valamint a változók 
fontosságát reprezentáló súlyok alakulásának a tanulás alatt történõ folyamatos nyomon 
követésével és befolyásolásával (vagyis a felülvizsgált tanulással), az egymással erõs 
sztochasztikus kapcsolatban lévõ inputváltozók kiszûrésével jelentõsen javíthatja a neurális 
hálók elõrejelzõ képességét. Esetünkben szakértõi közremûködésre csupán a tanulóalgo
ritmus futtatása közben volt szükség, mivel az összehasonlíthatóság érdekében ugyan
azokkal az inputváltozókkal készítettük el a modellt, mint amelyek az elsõ csõdmodell
ben szerepeltek. 

Egy viszonylag egyszerû neurális háló is nagyszámú súlyt tartalmaz. Kisminták esetén 
ez korlátozott szabadságfokot tesz lehetõvé, ami gyakran vezet túltanuláshoz, még akkor 
is, ha a korai leállító eljárást használjuk (Gonzalez [2000]). A túltanulás az a jelenség, 
amikor a tanulási folyamat során nem az általános problémát tanulja meg a hálózat, 
hanem a megadott adatbázis sajátosságait (Benedek [2000]). Ennek kiküszöbölésére fel 
kell osztani az adatbázist tanulási és tesztelõ mintákra. A tanuló-adatbázison végezzük el 
a tanítást, majd megvizsgáljuk, milyen eredményt ér el a háló az általa eddig ismeretlen 
tesztelõ mintán. Ha a találati pontosság a tanulási mintáéhoz hasonlóan kedvezõ, akkor a 
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tanulás eredményesnek minõsíthetõ. Ha viszont a tesztelõ mintán a háló hibázása jelen
tõs, akkor a hálózat túltanulta magát. 

A korai leállító eljárás alkalmazásakor a kutatónak számos döntést kell meghoznia, ami 
lényeges hatást gyakorol az elõrejelzési eredményekre. Ilyen döntés a minta felosztása 
tanulási és tesztelõ részmintákra. A részminták megfelelõ arányai nincsenek egyértelmûen 
elméletileg vagy empirikusan megalapozva, ezért a nemzetközi szakirodalomban viszony
lag gyakran elõforduló 75–25 százalékos megoszlást alkalmaztuk. Másik kritikus elem a 
neurális hálók tanítása során a tanuló ciklusok számának megállapítása. Ez számos szimu
lációs kísérletezést és folyamatos nyomon követést igényel a felhasználó részérõl, hiszen 
sem az elégtelenül megedzett, sem a túltanult neurális háló nem alkalmas elõrejelzésre. 

A gyakorlati elõrejelzések bebizonyították, hogy a neurális hálók sohasem képesek 
100 százalékos megbízhatóságot produkálni, akárcsak a többi elõrejelzési módszer. A 
modellek megbízhatóságát a hálók tanulása során számított MSE mutatóval, és az eredeti 
mutatószám-értékeknek a kész modellekbe való visszahelyettesítésébõl származtatott 
eredmények százalékos besorolási pontossága alapján ítélhetjük meg. Tekintettel arra, 
hogy a diszkriminanciaanalízis és a logisztikus regresszió besorolási pontossága az ere
deti adatoknak a modellbe való visszahelyettesítése alapján adódott, úgy kapunk reális 
összehasonlító képet a különbözõ csõdmodellek eredményeirõl, ha a neurális hálók beso
rolási pontosságát is hasonló módon vizsgáljuk. Elõször azonban tekintsük át a különbö
zõ módszerekkel készült csõdmodellek összehasonlító elemzését az általunk ismert nem
zetközi empirikus felmérések alapján. 

A neurális háló alapú csõdmodellek nemzetközi összehasonlító elemzései 

A neurális hálók csõdelõrejelzési gyakorlatának a 21. századra szerencsére gazdag nem
zetközi szakirodalma hozzáférhetõ. Az alábbiakban – idõrendi sorrendben – ismertetett 
és elemzett felmérésekben közös, hogy több módszert összehasonlítva készítették el az 
empirikus vizsgálatok mintáiban szereplõ vállalatok csõdelõrejelzéseit. Az eredményeket 
áttanulmányozva kijelenthetjük, hogy a jelenleg ismert módszerek közül összességében a 
neurális hálók mutatták fel a legjobb eredményt az alkalmazott eljárások közül. 

A neurális hálókat elõször Odom és Sharda [1990] alkalmazta csõdelõrejelzésre. A 
szerzõk háromrétegû backpropagation-háló teljesítõképességét hasonlították össze a 
diszkriminanciaanalízis eredményeivel, 74 vállalat éves beszámolójából Altman [1968] 
öt pénzügyi mutatószáma alapján. Odom és Sharda azt tapasztalta, hogy a neurális háló 
jobb eredményeket ért el, mint a diszkriminanciaanalízis, ugyanis a hálózat tanulásához 
felhasznált vállalatok esetében hibátlanul mûködött. A megedzett háló 55 további (a háló 
számára ismeretlen) vállalattal végzett tesztelése során a neurális háló a 27 fizetõképtelen 
vállalatból ötöt (18,5 százalék) sorolt a fizetõképesek közé, míg a diszkriminanciaanalízis 
ugyanennyi fizetõképtelen vállalatból tizenegyet (40,7 százalék) sorolt be rosszul. 

Tam–Kiang [1992] bankokat vizsgált meg a fizetõképesség szempontjából. A csõdelõ
rejelzést diszkriminanciaanalízissel, logisztikus regresszióval, k-adik legközelebbi szom
széd eljárással, döntési fával, egyrétegû neurális hálóval, valamint többrétegû neurális 
hálóval is elvégezték. Egy éves idõtávon a többrétegû neurális háló bizonyult a legjobb
nak, míg két éves idõtávlatban a logisztikus regresszió. Amikor áttértek az „egyet ki
hagy” eljárásra a minta változatlanul hagyásáról, mindkét idõtávon egyértelmûen a több
rétegû neurális háló volt a legeredményesebb. A k-adik legközelebbi szomszéd és a dön
tési fa messze lemaradt a többi eljárás mögött. 

Salchenberger–Cinar–Lash [1992] a logisztikus regresszióval hasonlították össze a 
neurális hálókat. A neurális hálók besorolási pontosság tekintetében jelentõsen felülmúl-
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ták a logisztikus regressziót. 18 hónapos idõtávlatban például a logisztikus regresszió az 
alkalmazott küszöbtõl függõen 83,3–86,4 százalékos pontosságot, míg a neurális háló 
91,7 százalékos pontosságot ért el. 

Coats–Fant [1993] a diszkriminanciaanalízis és a neurális hálók eredményeit vetette 
össze. Az osztályozás pontossága a neurális hálók esetén az idõhorizonttól függõen (há
rom évestõl az egy évesnél rövidebb idõtávig) 81,9 és 95,0 százalék közé esett, míg a 
diszkriminanciaanalízis esetén 83,7 és 87,9 százalék közé. 

Kerling–Poddig [1994] francia vállalatok adatbázisa alapján hasonlította össze a neurális 
hálók és a diszkriminanciaanalízis teljesítményét három éves elõrejelzési idõtávon. A 
neurális háló 85,3-87,7 százalékos pontosságot, a diszkriminanciaanalízis 85,7 százalé
kos pontosságot mutatott. Kerling–Poddig több kölcsönhatás-vizsgálatot, és korai leállító 
algoritmust is kipróbált. 

Altman–Marco–Varetto [1994] 1000 olaszországi vállalatból álló mintára alkalmazta a 
neurális hálókat és a diszkriminanciaanalízist egy éves idõtávra vonatkozóan. Elemzésük 
nem hozott egyértelmû „gyõztest”, noha a diszkriminanciaanalízis kissé jobb eredményt 
mutatott fel. 

Alici [1995] fõkomponens-elemzést és önszervezõdõ térképeket alkalmazott a neurális 
háló struktúra kialakítására és az input elemek kiválasztására. Az egyesült királysági 
cégeken elvégzett vizsgálatai alapján, a paraméterek változtatásától függõen a neurális 
hálók 69,5 és 73,7 százalék közötti pontosságot mutattak, szemben a diszkriminancia
analízis 65,6 százalékos és a logisztikus regresszió 66,0 százalékos értékeivel. 

Leshno–Spector [1996] újfajta neurális hálóval kísérletezett, amelybe keresztfeltétele
ket és cosinusos kapcsolatokat épített. Két éves idõtávban az elõrejelzés pontossága a 
háló fajtáitól függõen 74,2 és 76,4 százalék közé esett, összehasonlítva a 72 százalékos 
pontosságú lineáris perceptron hálóval. 

Back és szerzõtársai [1996] genetikus algoritmusokat alkalmazott a többrétegû neurális 
hálók inputjainak kiválasztásához. A módszert a csõd bekövetkeztét megelõzõ egy, kettõ 
és három éves adatbázisokra alkalmazták, és jelentõs fejlõdésrõl számoltak be a 
diszkriminanciaanalízishez és a logisztikus regresszióhoz viszonyítva. 

Kiviluoto [1996] önszervezõdõ térképeket használt különbözõ idõhorizontokon finnor
szági vállalatok beszámolóira építve. A Fisher-metrikára épülõ önszervezõdõ térképek 
módszerével 81 és 86 százalék közötti eredményt ért el. 

Olmeda–Fernandez [1997] spanyol bankokon hasonlította össze a neurális hálókat a 
diszkriminanciaanalízissel, a logisztikus regresszióval, valamint kétféle döntési fával, 
különbözõ idõtávokon. A neurális hálóval 82,4 százalékos pontosságot, míg a többi 
módszerrel 61,8 és 79,5 százalék közötti pontosságot értek el. 

Piramuthu–Raghavan–Shaw [1998] olyan technikát fejlesztett ki, amely szimbólumo
kat rendelt hozzá a többrétegû neurális hálók inputjaihoz. Belga vállalatok mintájára 
alkalmazták módszerüket, idõtáv feltüntetése nélkül. Az új módszer 82,9 százalékos pon
tosságot, a szimbólumok nélküli eljárás 76,1 százalékos pontosságot eredményezett. 
Ugyanezt a technikát alkalmazták amerikai bankokra is, amikor egy és két éves idõtáv
ban vizsgálták az intézmények fizetõképességét. Eljárásuk eredményessége messze felül
múlta a hagyományos technikákét. 

Zhang–Hu–Patuwo [1999] a logisztikus regressziót és a neurális hálókat hasonlították 
össze, idõtáv feltüntetése nélkül. Kutatásaikat termelõ vállalatok mintájára, ötrétegû há
lóval, többszörös kölcsönhatás-vizsgálattal végezték el. A neurális hálók input-neuronjaihoz 
Altman pénzügyi mutatóit alkalmazták, kiegészítve a forgóeszközök/rövid lejáratú köte
lezettségek likviditási mutatóval. A neurális háló eredményességben jelentõsen felülmúl
ta a logisztikus regressziót, hiszen 88,2 százalékos pontosságot ért el, míg a logisztikus 
regresszió csupán 78,6 százalékot. 
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Tan [1999] a probit és a háromrétegû backpropagation háló teljesítõképességét hason
lította össze 2144 amerikai hitelintézet mintájára, amelyek közül 66 volt fizetésképtelen. 
Tan 13 pénzügyi mutatót vizsgált, valamint 4 dummy változót a mutatók szezonális vál
tozásainak kiküszöbölésére. A probit besorolási pontossága 92,5 százalékos, a 3000 ta
nulási cikluson átesett neurális hálóé 92,2 százalékos volt. 

McKee–Greenstein [2000] döntési fákon alapuló módszert fejlesztett ki, és egy éves 
elõrejelzést hajtott végre néhány amerikai vállalat adatait felhasználva. Eljárásuk ered
ményesebb volt, mint a neurális hálók és a diszkriminanciaanalízis a másodfajú hiba 
tekintetében, viszont rosszabbnak bizonyult az elsõfajú hiba tekintetében. 

Yang [2001] egy korai elõrejelzõ rendszert dolgozott ki valószínûség alapú neurális 
hálókkal, a Bayes-i klasszifikációs elmélet és a maximum likelihood módszerét alkalmaz
va, 2408 egyesült királysági építõipari vállalat adatbázisa alapján, összehasonlítva az 
eredményeket a korábbi módszerek besorolási pontosságával. A valószínûség alapú neurális 
háló 95,3 százalékos, a backpropagation-háló 90,9 százalékos, a logisztikus regresszió 
88,9 százalékos, a diszkriminanciaanalízis 81,3 százalékos besorolási pontosságot ért el. 

Neurális háló alapú csõdmodell az 1991-es éves beszámoló adatok alapján 

Nemzetközi tapasztalatok alapján akkor adja a neurális háló a legmegbízhatóbb elõrejel
zési eredményt, ha a tanulási minta fele-fele arányban áll fizetõképes és fizetésképtelen 
vállalatokból. Ennek a követelménynek eleget tesz az 1991-es adatbázis, hiszen a 
diszkriminanciaanalízis fizetõképes/fizetésképtelen vállalatpárokkal dolgozik. A számí
tásokat a teljes pénzügyminisztériumi adatbázis alapján végeztük el, ez – szemben az elsõ 
csõdmodell 154 vállalatával – 156 vállalatot jelent. Az input rétegben a feldolgozóipari 
vállalatok pénzügyi mutatói szerepelnek folytonos változóként. Az outputréteg egyetlen 
neuront: a fizetõképesség tényét tartalmazza, 0-val jelölve a fizetésképtelen, 1-gyel a 
fizetõképes vállalatokat. A csõdmodell a korábbiakban már említett pénzügyi mutatók 
felhasználásával készült. (Lásd az 1. táblázatot.) 

A mesterséges intelligencia modellek kiindulási alapja a teljes minta tanulási és teszte
lõ mintákra történõ felosztása. Vizsgálatunkban a minta 75 százalékát jelöltük ki tanulási 
mintának és 25 százalékát tesztelõ mintának, véletlenszerû besorolással. Az egyes tanu
lási ciklusokban szintén véletlen sorrendben kerültek az input adatok figyelembevételre. 

A neurális hálók tanítását – vagyis a súlyok kialakítását – a rendelkezésre álló szoftver 
segítségével háromféle stratégiával végezhetjük el: meghatározott számú tanulási ciklus 
végigfuttatásával, valamint a tanulóminta legalacsonyabb átlagos négyzetes hiba (MSE) 
értékéig vagy a tesztelõ minta legalacsonyabb átlagos négyzetes hiba (MSE) értékéig való 
futtatással. A két utóbbi esetben is elõre definiálnunk kell a tanulási ciklusok számát, de 
azokat a súlyokat véglegesítik a tanulás során, amelyek a választott stratégia szempontjá
ból a legkedvezõbbek. Elõrejelzési célra megítélésünk szerint legjobb stratégia a tesztelõ 
minta hibájának legalacsonyabb szintjére való törekvés, még akkor is, ha ekkor a kiindu
ló adatbázis besorolási pontossága kedvezõtlenebb képet mutat, mint a legalacsonyabb 
tanulási hibára való törekvés esetén. 

A túltanulás leghatékonyabb elkerülési módja az, hogy folyamatosan nyomon követjük 
a ciklusok során egymással párhuzamosan a tanulási és a tesztelõ minta hibáját, és addig 
engedjük tanulni a hálót, amíg a két hiba közel van egymáshoz. A szükséges ciklusok 
száma jelentõsen eltér a köztes rétegekben szereplõ különbözõ mennyiségû neuronok 
esetén (4. táblázat). Amennyiben tovább engednénk tanulni a hálókat, a tanulási minta 
hibája javulna, a tesztelõ mintáé romlana, ami a túltanulás tipikus megnyilvánulása (1. 
ábra). 
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4. táblázat 
A hat neurális háló tanulási ciklusai és becslési hibái (n = 156) 

Neuronok száma a két köztes rétegben (darab)
Megnevezés 

4–4 5–4 6–4 4–5 5–5 6–5 

Tanulóciklusok száma 600 600 1000 1000 1200 1200 
MSE (tanulási minta, százalék) 18,8 17,1 17,1 22,2 17,1 15,4 
MSE (tesztelõ minta, százalék) 10,3 17,9 12,8 15,4 7,7 7,7 

1. ábra 
A tanulási és a tesztelõ minták hibáinak alakulása a tanulási ciklusok alatt 

Hiba 

Z 
Tanulási ciklusok 
száma 

Tesztelő minta Tanulási minta 

Forrás: Shlens [1999] 5. o. 

Háromrétegû neurális hálóval az neuronok számától függetlenül nem sikerült megfele
lõen alacsony MSE-t elérni a modellkísérletek során, ami nem megfelelõ becslõképesség
re utal. A szimulációs kísérleteket ezért négyrétegû neurális hálókkal folytattuk. A mo
dellkísérletek azt mutatták, hogy nem érdemes négy neuronnál kevesebbet szerepeltetni 
egyik köztes rétegben sem, hiszen ekkor szintén viszonylag magas MSE értéket kapunk, 
ami az elõrejelzési modell alacsony megbízhatóságát jelenti. A modell becslõképessége 
akkor is romlik, amikor az elsõ köztes rétegben hatnál több, a második köztes rétegben 
pedig ötnél több neuront szerepeltetünk. A legjobb becslési eredmények akkor adódtak, 
amikor az elsõ köztes rétegben 4–6, a második köztes rétegben pedig 4–5 neuron szere
pelt. Ekkor a tesztelõ minta MSE-je 7,7 és 17,9 százalék közötti értékeket vett fel (4. 
táblázat). 

Az MSE mellett a csõdmodellek „jósága” a besorolási pontosság alapján ítélhetõ meg 
(5. táblázat). Elsõfajú hibáról akkor beszélünk, amikor a modell a fizetésképtelen válla
latokat tévesen a fizetõképesek közé sorolja, másodfajú hiba esetén pedig a háló a fizetõ
képes vállalatokat sorolja hibásan a fizetésképtelenek közé. 

Érdekesség, hogy mind a hat modell nagyobb elsõfajú hibát követett el, mint másodfa
jút, vagyis a neurálisháló-modellek inkább hajlamosak fizetésképtelen vállalatot tévesen 
fizetõképesnek osztályozni, mint fordítva. Legmagasabb besorolási pontosságúnak, ezál
tal a legmegbízhatóbb csõdelõrejelzési modellnek az a megedzett négyrétegû neurális 
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5. táblázat 
A tanulási és a tesztelõ minta besorolási pontossága (n = 156) 

Neuronok száma a két köztes rétegben (darab)
Megnevezés 

4–4 5–4 6–4 4–5 5–5 6–5 

Rontott fizetõképes (tanulási minta, darab) 8 3 11 4 9 7 
Rontott fizetésképtelen (tanulási minta, darab) 14 17 9 22 11 11 
Összes rontott (tanulási minta, darab) 22 20 20 26 20 18 
Összes rontott (tanulási minta, százalék) 18,8 17,1 17,1 22,2 17,1 15,4 
Besorolási pontosság (tanulási minta, százalék) 81,8 82,9 82,9 77,8 82,9 84,6 
Rontott fizetõképes (tesztelõ minta, darab) 1 6 1 5 2 2 
Rontott fizetésképtelen (tesztelõ minta, darab) 3 1 4 1 1 1 
Összes rontott (tesztelõ minta, darab) 4 7 5 6 3 3 
Összes rontott (tesztelõ minta, százalék) 10,3 17,9 12,8 15,4 7,7 7,7 
Besorolási pontosság (tesztelõ minta, százalék) 89,7 82,1 87,2 84,6 92,3 92,3 

2. ábra 
A legjobb besorolási pontosságot biztosító négyrétegû neurális háló 

Inputréteg Köztesrétegek Outputréteg 

háló bizonyult, amely az elsõ köztes rétegben hat, a második köztes rétegben pedig öt 
neuront tartalmaz (2. ábra). Ez a háló 86,5 százalékos besorolási pontosságot ért el (6. 
táblázat). 

A besorolási pontosságokat figyelembe véve, a felhasználókban kísértés támadhat kizá
rólag a 17–6–5–1 neuronból álló négyrétegû neurális hálót egyetlen végleges, kész modell
ként elfogadni, és a késõbbiekben kizárólag ezt alkalmazni csõdelõrejelzésre. A neurális 
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hálókra is igaz azonban a sokváltozós matematikai statisztikának az a gyakorlati követel
ménye, hogy a rendelkezésre álló eljárások minél szélesebb körével célszerû ugyanaz(oka)t 
a megfigyelési egysége(ke)t feldolgozni, és amennyiben többszöri megerõsítéssel is ha
sonló eredményeket kapunk, csupán azután célszerû elfogadni az eredményeket. 

6. táblázat 
A hat neurális háló besorolási pontossága (n = 156) 

Neuronok száma a két köztes rétegben (darab)
Megnevezés 

4-4 5-4 6-4 4-5 5-5 6-5 

Rontott fizetõképes (darab) 9 9 12 9 11 9 
Rontott fizetõképes (százalék) 11,5 11,5 15,4 11,5 14,1 11,5 
Rontott fizetésképtelen (darab) 17 18 13 23 12 12 
Rontott fizetésképtelen (százalék) 21,8 23,1 16,7 29,5 15,4 15,4 
Összes rontott (darab) 26 27 25 32 23 21 
Összes rontott (százalék) 16,7 17,3 16,0 20,5 14,7 13,5 
Besorolási pontosság (százalék) 83,3 82,7 84,0 79,5 85,3 86,5 

Számos külföldi empirikus vizsgálatban találkoztunk olyan megoldással, hogy a neurális 
hálók besorolási pontosságát a tesztelõ minta eredményei alapján véglegesítették azzal az 
indokkal, hogy az elõrejelzõ képességet a háló számára ismeretlen mintán kell megítélni. 
Magával a koncepcióval egyet is lehet érteni – ekkor a neurális háló modelljeink besoro
lási pontossága öt háló esetén lényegesen javulna. Tekintettel azonban arra, hogy a 
diszkriminanciaanalízis és a logisztikus regresszió esetén a teljes inputadatbázis alapján 
számítottuk ki a modellek besorolási pontosságát, nem tehetünk másként a neurális hálók 
esetén sem. 

A kapott eredmények ismételten azt igazolják, hogy a pénzügyi és számviteli adatok 
sajátos összefüggésrendszere alapján, megbízható elõrejelzési módszerek alkalmazásá
val, jó eséllyel alkothatunk ítéletet valamely vállalat jövõbeli fennmaradásáról. 

Mindenképpen világosan látni kell, hogy a hat modell együttes alkalmazása sem ad 
100 százalékos megbízhatóságú elõrejelzést. A fizetõképes vállalatok mintájában há
rom, a fizetésképtelen vállalatok mintájában hat olyan megfigyelési egység található, 
amelyet mind a hat modell tévesen a másik osztályba sorolt. A modellek közötti „kol
laboráció” kizárható, mivel külön fájlokban futtattuk õket, és a modellek mindegyik 
tanulási ciklusában az inputinformációkat véletlenszerûen vettük figyelembe. Sokkal 
inkább arról van szó, hogy az említett vállalatok nem hordozzák magukban azokat a 
jeleket, amelyek alapján a neurális hálók mintafelismerõ képessége megtalálta volna 
rajtuk az adott osztályhoz megtalált tulajdonságokat. Gondoljunk arra, hogy egy pénz
ügyileg látszólag tökéletesen mûködõ vállalatot egyetlen hibás vezetõi döntése csõdbe 
vihet, mások pedig meglehetõsen sanyarú körülmények és gazdálkodás mellett is fenn
maradhatnak. 

A besorolási pontosság további javulása csak azon az áron lenne megvalósítható, hogy 
a neurális hálók a tanuló-adatbázisra specializálódnak. Ekkor azonban jelentõs csorbát 
szenvedne a modellek elõrejelzõ képessége, éppen a korábban már említett túltanulás 
következtében. 
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A különbözõ módszerekkel felépített csõdmodellek összehasonlítása, értékelése 

Amennyiben a besorolási pontosságot döntõ kritériumként fogadjuk el, a neurális hálók 
jobb teljesítményt nyújtanak, mint a diszkriminanciaanalízis és a logisztikus regresszió, 
hiszen a hat modell közül öt egyértelmûen felülmúlja a hagyományos eljárásoknál ta
pasztalt 77,9 százalékos és 81,8 százalékos pontosságot. A legmegbízhatóbb 17–6–5– 
1 struktúrájú neurális háló a diszkriminanciaanalízis besorolási pontosságát 8,6 száza
lékponttal, a logisztikus regresszióét 4,7 százalékponttal haladja meg. A neurális háló 
elsõfajú hiba tekintetében a diszkriminanciaanalízisnál 2,8 százalékponttal, a logisztikus 
regressziónál 5,4 százalékponttal, másodfajú hiba tekintetében a diszkriminanciaanalízisnál 
14,5 százalékponttal, a logisztikus regressziónál 4,1 százalékponttal adott kedvezõbb 
eredményt. 

Az empirikus vizsgálatok mellett elõrejelzési-módszertani oldalról is igazolható, hogy 
a neurális hálók eredményesebben alkalmazhatók, mint a diszkriminanciaanalízis és a 
logisztikus regresszió. A diszkriminanciaanalízis nagyon jól mûködik azokban az esetek
ben, amikor a változók minden csoportban normális eloszlást követnek, valamint a cso
portok kovarianciamátrixai ugyanazok. Empirikus vizsgálatok azonban kimutatták (Back 
és szerzõtársai [1996]), hogy különösen a fizetésképtelenné vált vállalatok sértik meg a 
normalitás feltételeit. Hasonló problémák vannak a csoportokon belüli szóródásokkal is. 
A független változók közötti multikollinearitás szintén gondot jelent, különösen, ha a 
stepwise5 eljárást alkalmazzuk. Empirikus vizsgálatok (Bernhardsen [2001]) ugyan iga
zolták, hogy a normális eloszlás hiánya nem befolyásolja negatívan az osztályozó képes
séget, viszont az elõrejelzõ-képességet igen. A diszkriminanciaanalízis legfõbb problé
mája azonban a linearitásból ered. Mivel a diszkriminanciafüggvény lineárisan választja 
el egymástól a fizetõképes és a fizetésképtelen vállalatok csoportját, ezért a függvénybe 
bevont mutatószámok mindig ugyanolyan mértékben befolyásolják a besorolás eredmé
nyét, ami a valóságban nem igaz. Annak ellenére, hogy az elõrejelzési módszer számos 
feltételezése nem állja meg a helyét, a diszkriminanciaanalízis sokáig szinte egyeduralko
dó módszer volt a csõdelõrejelzésben. 

A logisztikus regresszió alkalmazása során mindvégig azt feltételezzük, hogy a vizs
gált változók közötti kapcsolatot leíró függvény típusa elõre ismert és az logisztikus 
görbével írható le. A sokváltozós statisztikából azonban ismeretes, hogy a rosszul meg
választott függvény a regressziós együtthatók pontatlan becsléséhez, ezáltal rossz elõre
jelzéshez vezethet (Füstös és szerzõtársai [2004]). A neurális hálók felépítése során vi
szont nem kell foglalkoznunk a vizsgált jelenséget leíró függvény típusával, mivel a 
neurális hálók a matematikai úton bizonyított univerzális approximátor tulajdonságuk6 

révén bármilyen típusú függvény utánzására képesek. Nincs szükség tehát elõzetes isme
retekre a pontos elõrejelzésekhez. A neurális hálók magukból az adatokból tanulják meg 
a kapcsolatok jellegét, minimalizálva ezáltal az elõzetes mintán kívüli információk iránti 
igényt. A neurális hálók alkalmazását éppen ez az általános függvényközelítõ képessége 
– vagyis az inputok és az outputok közötti kapcsolatok intelligens módon való megtalálá
sának képessége – igazolja. Ez nagy elõny a csõdelõrejelzésben. 

A csõdmodellek eredményességének értékelése akkor válik teljessé, ha nemcsak a 
becslési hiba és a besorolási pontosság alapján, hanem az elõrejelzõ képesség alapján is 

5 A stepwise eljárás olyan regressziószámítási módszer, amely lépésrõl lépésre állítja elõ a legkisebb 
négyzetes eltéréssel rendelkezõ regressziós egyenletet. 

6 Cybenko [1989] bebizonyította, hogy ha egy neurális háló legalább egy köztes réteget tartalmaz, akkor 
tetszõleges folytonos függvény reprezentálására képes. Ha pedig egy háló legalább két köztes réteggel ren
delkezik, akkor tetszõleges függvény reprezentációjára képes. 
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vizsgáljuk a modellek teljesítményét. Ehhez olyan aktuális tényadatokon kell tesztelni a 
modelleket, amelyek nem szerepeltek a mintában. A közeljövõben megvalósításra terve
zett hazai, reprezentatív, neurális háló alapú csõdmodell ki fog egészülni a szükséges 
további empirikus vizsgálatokkal. 

* 

A neurális hálókkal elért eredmények jelentõs javulásról adnak tanúbizonyságot a hagyo
mányos matematikai-statisztikai módszerekhez viszonyítva. Elõnyös tulajdonságuk miatt 
feltétlenül érdemes figyelmet szentelni az eljárásnak a hazai elõrejelzési módszertanban 
történõ minél sikeresebb meghonosítása érdekében. 

Korszerû, megbízható, nagy pontosságú csõdelõrejelzési modellekre a jövõben még 
nagyobb szükség lesz Magyarországon, mint a múltban vagy a jelenben, hiszen európai 
uniós csatlakozás után a nem egyenlõ versenyfeltételek beköszöntével a csõdök száma 
várhatóan tovább növekedszik. Itt elég Ausztria csatlakozás utáni fejleményeire gondol
nunk, ahol több száz éves múltra visszatekintõ, korábban sikeresen mûködõ vállalkozá
sok mentek tömegesen csõdbe a kedvezõbb méretgazdaságossági adottságokkal rendel
kezõ német vállalatok piachódítása következtében. 
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