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A VISEGR¶ADI ORSZ¶AGOK MORTALIT¶ASI R¶AT¶AINAK
EL}OREJELZ¶ESE NEUR¶ALIS H¶AL¶OZATOKKAL1

SZENTKERESZTI G¶ABOR { V¶EK¶AS P¶ETER
BCE Oper¶aci¶o ¶es DÄont¶es Int¶ezet

Tanulm¶anyunkban az ut¶obbi ¶evekben sz¶amos terÄuleten nagy sikerrel alkalma-
zott visszacsatolt neur¶alis h¶al¶ozatokat haszn¶aljuk fel Csehorsz¶ag, Lengyelor-
sz¶ag, Magyarorsz¶ag ¶es Szlov¶akia 1970 ¶es 2019 kÄozÄotti, 18 ¶es 99 ¶ev kÄozÄotti ko-
rokhoz tartoz¶o ¶eletkorfÄugg}o haland¶os¶agi r¶at¶ainak el}orejelz¶es¶ere, kÄulÄon n}okre
¶es f¶er¯akra. A n¶epszer}u Recurrent Neural Network, Long-Short Term Mem-
ory ¶es Gated Recurrent Unit architekt¶ur¶akat mind megvizsg¶aljuk, ¶es kÄulÄonÄos
¯gyelmet ford¶³tunk a h¶al¶ok hiperparam¶etereinek optimaliz¶as¶ara, melynek
¶erdek¶eben keresztvalid¶aci¶ot alkalmazunk, ¶es a vizsg¶alt id}oszakot tanul¶o ¶es
tesztel}o peri¶odusokra osztjuk fel. El}orejelz¶eseinket pontoss¶ag szempontj¶ab¶ol
a klasszikus Lee{Carter ¶es a koherens multipopul¶aci¶os Li{Lee modellekkel is
ÄosszevetjÄuk, ¶es meg¶allap¶³tjuk, hogy az egyes orsz¶agok, nemek ¶es korcsoportok
eset¶en melyik elj¶ar¶asok k¶epesek a legmegb¶³zhat¶obb projekci¶okat gener¶alni.
Modelljeinket az ¶elet-, nyugd¶³j- ¶es eg¶eszs¶egbiztos¶³t¶asi terÄuleteken dolgoz¶o ak-
tu¶ariusok ¶es a demogr¶afusok egyar¶ant alkalmazhatj¶ak a gyakorlatban.

Kulcsszavak: el}orejelz¶es, neur¶alis h¶al¶ozatok, demogr¶a¯a, biztos¶³t¶as. JEL-
k¶odok: J11, C53

1 Bevezet¶es

A haland¶os¶agi r¶at¶ak el}orejelz¶ese az aktu¶ariustudom¶anyban ¶es a demogr¶a¯¶aban
egyar¶ant fontos feladat, amelynek eredm¶enyei a gyakorlatban tÄobbek kÄozÄott a
nyugd¶³jrendszerek fenntarthat¶os¶ag¶anak vizsg¶alat¶ara ¶es n¶epess¶eg-el}orejelz¶esre
is felhaszn¶alhat¶ok.

A visegr¶adi orsz¶agok haland¶os¶aga a szocializmus ¶evtizedeiben stagn¶alt,
kÄulÄonÄosen a f¶er¯ak eset¶eben, mikÄozben a nyugat-eur¶opai orsz¶agokban egyen-
letes javul¶as volt tapasztalhat¶o. Emiatt ezeket a hasonl¶o tÄort¶enelemmel ¶es
t¶arsadalmi-gazdas¶agi jellemz}okkel rendelkez}o orsz¶agokat haland¶os¶aguk szem-
pontj¶ab¶ol indokolt a tÄobbi eur¶opai orsz¶agt¶ol elkÄulÄonÄulten vizsg¶alni.

Az elm¶ult ¶evtizedben az ¶elet sz¶amos terÄulet¶en a mesters¶eges intelligencia,
a g¶epi tanul¶as, a neur¶alis h¶al¶ozatok ¶es a m¶ely tanul¶as diadalmenet¶enek le-
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294 Szentkereszti G¶abor { V¶ek¶as P¶eter

hettÄunk szemtan¶ui, ¶es ezek a m¶odszerek a gazdas¶agi, aktu¶ariusi ¶es demogr¶a-
¯ai terÄuleteken is sikeresen bizony¶³tott¶ak l¶etjogosults¶agukat. A visszacsatolt
neur¶alis h¶al¶ozati architekt¶ur¶ak az id}osoros term¶eszet}u adatokra kÄulÄonÄosen j¶ol
alkalmazhat¶onak bizonyultak a gyakorlatban.

Indokolt teh¶at a hagyom¶anyos statisztikai m¶odszereken t¶ul ezekkel az
eszkÄozÄokkel is el}orejelezni a visegr¶adi orsz¶agok haland¶os¶ag¶at, ¶es megvizsg¶alni,
hogy melyik technik¶ak seg¶³ts¶eg¶evel ¶all¶³that¶ok el}o a legpontosabb el}orejelz¶esek.

Tanulm¶anyunk 2. fejezet¶eben ¶attekintjÄuk a vonatkoz¶o szakirodalmat, me-
lyet a 3. fejezetben a m¶odszertan ismertet¶ese kÄovet. A 4. fejezetben a fel-
haszn¶alt adatokat ¶es modellez¶esi l¶ep¶eseket ¶³rjuk le, majd az 5. fejezetben be-
mutatjuk az eredm¶enyeket. A 6. fejezetben rÄoviden Äosszefoglaljuk cikkÄunket
¶es a lehets¶eges jÄov}obeli tov¶abbfejleszt¶esi ir¶anyokat.

2 Szakirodalmi ¶attekint¶es

2.1 Haland¶os¶ag-el}orejelz¶es g¶epi tanul¶assal ¶es neur¶alis
h¶al¶ozatokkal

Ebben az alfejezetben a nemzetkÄozi szakirodalomban megjelent legfontosabb
olyan tanulm¶anyokat ismertetjÄuk, amelyek a haland¶os¶ag-el}orejelz¶es probl¶e-
m¶aj¶ara a g¶epi tanul¶as ¶es a neur¶alis h¶al¶ozatok eszkÄozeit haszn¶alj¶ak fel, jellem-
z}oen az egyszer}ubb, r¶egebbi m¶odszerek fel}ol az ¶ujabb, Äosszetett elj¶ar¶asok fel¶e
haladva. Ezzel k¶³v¶anjuk bemutatni, hogy az ismert megold¶asok kÄozÄott hol
helyezhet}o el az ¶altalunk alkalmazott m¶odszertan.

Deprez ¶es szerz}ot¶arsai [2017] dÄont¶esi f¶akat haszn¶alnak a klasszikus ha-
land¶os¶ag-el}orejelz}o modellek tov¶abbfejleszt¶es¶ere, ¶³gy lehet}os¶eget biztos¶³tva
m¶as t¶arsadalmi-gazdas¶agi v¶altoz¶ok prediktork¶ent tÄort¶en}o bevon¶as¶ara. Levan-
tesi ¶es Pizzorusso [2019], valamint Bjerre [2022] a dÄont¶esi f¶akon t¶ul v¶eletlen
erd}oket ¶es gradient boosting m¶odszereket alkalmaznak. Levantesi ¶es Nigri
[2020] P-spline fÄuggv¶enyek haszn¶alat¶aval jav¶³tj¶ak az el}orejelz¶eseket.

Richman [2018] a mesters¶eges intelligencia ¶es a g¶epi tanul¶asi m¶odszerek
alkalmaz¶asi lehet}os¶egeit ismerteti az aktu¶ariustudom¶anyban. A d¶³j- ¶es tar-
tal¶eksz¶am¶³t¶asok mellett a hal¶aloz¶asi el}orejelz¶est is kiemeli, mint lehets¶eges
terÄuletet.

Richman ¶es WÄuthrich [2019] visszacsatolt neur¶alis h¶al¶ozatokat haszn¶alnak
a mortalit¶asi r¶at¶ak el}orejelz¶es¶ere. LSTM ¶es GRU architekt¶ur¶akat alkalmaz-
nak, ¶es az LC modellhez hasonl¶oan a kÄozponti hal¶aloz¶asi r¶ata logaritmus¶at
v¶alasztj¶ak c¶elv¶altoz¶onak. A c¶elv¶altoz¶o k¶esleltetett v¶altozatait t¶apl¶alj¶ak be-
meneti adatk¶ent a h¶al¶ozatukba, ¶es sv¶ajci hal¶aloz¶asi adatokon bizony¶³tj¶ak,
hogy az RNN h¶al¶ozatok az LC modelln¶el pontosabb el}orejelz¶eseket adnak.
Megjegyzik, hogy a neur¶alis h¶al¶ozatok eredm¶enyei nem robusztusak; a kÄu-
lÄonbÄoz}o tan¶³t¶asok sor¶an jelent}osen elt¶er}o eredm¶enyeket adhatnak. Ez¶ert en-
semble m¶odszerek alkalmaz¶as¶at javasolj¶ak az el}orejelz¶es varianci¶aj¶anak meg-
hat¶aroz¶as¶ara.

El}oz}o tanulm¶anyukkal ellent¶etben Richman ¶es WÄuthrich [2021] el}orecsa-
tolt neur¶alis h¶al¶ozatokat haszn¶alnak multipopul¶aci¶os el}orejelz¶esre. Bemeneti
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v¶altoz¶oik a napt¶ari ¶ev, az ¶eletkor, a r¶egi¶o ¶es a nem. Kor¶abbi tanulm¶anyukhoz
hasonl¶oan a kÄozponti hal¶aloz¶asi r¶at¶ak logaritmusait modellezik, 41 orsz¶ag
adatait felhaszn¶alva. Meg¶allap¶³tj¶ak, hogy a neur¶alis h¶al¶ozatok el}orejelz¶esi
pontoss¶ag tekintet¶eben felÄulm¶ulj¶ak a hagyom¶anyos modelleket.

Nigri ¶es szerz}ot¶arsai [2019] LSTM-h¶al¶ozatokat illesztenek az LC modell
id}ofÄugg}o hal¶aloz¶asi index¶ere a logaritmikus r¶at¶ak kÄozvetlen modellez¶ese he-
lyett, LSTM seg¶³ts¶eg¶evel megragadva a nemline¶aris trendeket. Modelljei-
ket hat orsz¶ag adatain ¶ert¶ekelik, ¶es kimutatj¶ak, hogy az LC-LSTM model-
lek a hagyom¶anyos LC modelln¶el kÄovetkezetesen jobb el}orejelz¶eseket adnak.
H¶al¶ozataik csak a mortalit¶asi index k¶esleltetett ¶ert¶ek¶et haszn¶alj¶ak bemenet-
k¶ent.

LSTM h¶al¶ozatok mellett Perla ¶es szerz}ot¶arsai [2021] ugyanerre a c¶elra
konvol¶uci¶os neur¶alis h¶al¶ozat (CNN) architekt¶ur¶akat is haszn¶alnak. SchnÄurch
¶es Korn [2022] szint¶en CNN-alap¶u megkÄozel¶³t¶est javasolnak a hal¶aloz¶as el}o-
rejelz¶es¶ere. Eredm¶enyeiket az LC ¶es LL modellekkel, valamint az el}orecsatolt
neur¶alis h¶al¶ozatokkal is Äosszehasonl¶³tj¶ak, ¶es meg¶allap¶³tj¶ak, hogy az ¶altaluk
javasolt CNN modell teljes¶³t a legjobban.

Marino ¶es szerz}ot¶arsai [2021] bootstrap m¶odszerrel becsÄulik az LC-LSTM
el}orejelz¶esek varianci¶ait.

WÄuthrich ¶es Merz [2022] kÄonyvÄukben a haland¶os¶ag neur¶alis h¶al¶ozatok
seg¶³ts¶eg¶evel tÄort¶en}o el}orejelz¶es¶et t¶argyalj¶ak. K¶et megkÄozel¶³t¶est mutatnak be:
a kÄozvetlen megkÄozel¶³t¶es az LC-modellen, m¶³g a kÄozvetett megkÄozel¶³t¶es a
logaritmikus r¶at¶ak kÄozvetlen modellez¶es¶en alapul. Az LC mortalit¶asi index
el}orejelz¶es¶ehez tÄobb orsz¶ag adatait haszn¶alj¶ak, ¶es az elm¶ult h¶arom ¶ev mor-
talit¶asi indexeit alkalmazz¶ak az LSTM modell bemenetek¶ent. A mortalit¶asi
indexeken t¶ul a nemet ¶es az orsz¶agot is bemeneti v¶altoz¶okk¶ent szerepeltetik,
amelyeket el}oszÄor egy be¶agyaz¶o r¶etegen (embedding layer) vezetnek ¶at.

2.2 Hazai szakirodalom

Ebben az alfejezetben a vonatkoz¶o hazai szakirodalmat ismertetjÄuk rÄoviden.
Petneh¶azi ¶es G¶all [2019] LSTM-h¶al¶ozatokat alkalmaznak haland¶os¶agmodel-
lez¶esre tÄobb orsz¶ag adatain, multipopul¶aci¶os megkÄozel¶³t¶esben. LSTM mo-
delljÄuk el}orejelz¶esi pontoss¶ag tekintet¶eben jobb teljes¶³tm¶enyt ny¶ujt az LC
modelln¶el.

Szentkereszti ¶es V¶ek¶as [2022] magyarorsz¶agi adatokra LSTM h¶al¶okat ¶es
LC modelleket illesztenek, ¶es Äosszehasonl¶³tj¶ak egym¶assal a k¶et m¶odszer seg¶³t-
s¶eg¶evel k¶esz¶³tett el}orejelz¶esek pontoss¶ag¶at. A szerz}ok meg¶allap¶³tj¶ak, hogy az
LSTM az LC modelln¶el jelent}osen pontosabb predikci¶ora k¶epes.

G¶epi tanul¶asi m¶odszert mutatnak m¶eg be ¶Agoston ¶es szerz}ot¶arsai [2019],
akik klaszterelemz¶esi elj¶ar¶asokat javasolnak haland¶os¶agi adatokra.

V¶ek¶as [2018, 2020] ¶³r¶asaiban a haland¶os¶agjavul¶as rot¶aci¶oj¶anak probl¶e-
m¶aj¶at mutatja be, ¶es egy mutat¶osz¶amot javasol annak sz¶amszer}us¶³t¶es¶ere,
melyet az Eur¶opai Uni¶o tagorsz¶ag¶anak adatain szeml¶eltet. A rot¶aci¶o je-
lens¶ege az LC modell egyik legfontosabb alapfeltev¶es¶enek s¶erÄul¶es¶evel j¶ar,
¶es jelent}osen torz¶³tja a nyugd¶³jsz¶am¶³t¶asok szempontj¶ab¶ol fontos hossz¶u t¶av¶u
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el}orejelz¶eseket.
Varga [2023] tanulm¶any¶aban multipopul¶aci¶os haland¶os¶ag-el}orejelz}o mo-

delleket alkalmaz hazai region¶alis adatokon.
A haland¶os¶ag-el}orejelz¶es fontos aktu¶ariusi alkalmaz¶asi terÄulete a nyugd¶³j-

rendszer modellez¶ese (Kov¶acs ¶es szerz}ot¶arsai, 2015), valamint fenntarthat¶os¶a-
g¶anak vizsg¶alata, melyet Bajk¶o ¶es szerz}ot¶arsai [2015] LC modell seg¶³ts¶eg¶evel
v¶egeznek el. A szerz}ok a kedvez}otlen demogr¶a¯ai folyamatok miatt sÄot¶et
k¶epet festenek a nyugd¶³jrendszer jÄov}oj¶er}ol. N¶emeth ¶es szerz}ot¶arsai [2020a,
2020b], valamint V¶ek¶as [2021] a munkapiac ¶es demogr¶a¯a hat¶asait egyar¶ant
¯gyelembe v¶eve jelzik el}ore a gazdas¶agi id}oskori fÄugg}os¶egi r¶at¶at, ¶³gy szeml¶el-
tetve a magyar nyugd¶³jrendszerre h¶arul¶o egyre nehezebb terhet.2

Egy m¶asik fontos aktu¶ariusi alkalmaz¶asi terÄulet az ¶elettartam-kock¶azat
(Kov¶acs ¶es V¶ek¶as, 2017, valamint V¶ek¶as, 2019), azaz a v¶artn¶al hosszabb
emberi ¶elettartamokb¶ol fakad¶o biztos¶³t¶asi kock¶azat sz¶amszer}us¶³t¶ese. M¶ajer ¶es
Kov¶acs [2011] magyar adatokon az LC modellt, V¶ek¶as [2017] szint¶en magyar
adatokon annak sz¶amos kiterjeszt¶es¶et, Gogola ¶es V¶ek¶as [2020] pedig cseh ¶es
magyar adatokon az LC modellt alkalmazz¶ak erre a c¶elra.

3 M¶odszertan

Ebben a fejezetben rÄoviden bemutatjuk a k¶es}obbiekben alkalmazott m¶od-
szereket. El}oszÄor k¶et, nagy n¶epszer}us¶egnek Äorvend}o hagyom¶anyos el}orejelz}o
elj¶ar¶ast, majd a visszacsatolt neur¶alis h¶al¶ozatokra ¶epÄul}o ¶ujabb m¶odszertano-
kat egy-egy kÄulÄon¶all¶o szakaszban ismertetjÄuk.

3.1 A Lee{Carter ¶es Li{Lee modellek

Lee ¶es Carter [1992] n¶epszer}u modellje az ¶eletkort¶ol ¶es napt¶ari ¶evt}ol fÄugg}o
logaritmikus mortalit¶asi r¶at¶ak el}orejelz¶es¶ere leggyakrabban alkalmazott ext-
rapolat¶³v statisztikai elj¶ar¶as, amely a logaritmikus mortalit¶asi r¶at¶akat h¶arom
komponens Äosszeg¶ere bontja fel. A param¶eterek legkisebb n¶egyzetes becsl¶esei
szingul¶aris¶ert¶ek-felbont¶assal ¶all¶³that¶ok el}o. A modell egyetlen id}ofÄugg}o para-
m¶eter¶et, az ¶un. mortalit¶asi indexet autoregressz¶³v integr¶alt mozg¶o¶atlagol¶as¶u
(ARIMA) folyamatokkal { jellemz}oen eltol¶asos v¶eletlen bolyong¶assal { jelzik
el}ore, amelyb}ol megkaphat¶o a logaritmikus mortalit¶asi r¶at¶ak projekci¶oja is.

Az elj¶ar¶asnak a klasszikus verzi¶on t¶ul sz¶amos tov¶abbi v¶altozata van.
Brouhns, Denuit ¶es Vermunt [2002] az ¶un. Poisson LC modellt javasolj¶ak,
amelynek keret¶eben az LC param¶eterek maximum likelihood elj¶ar¶assal be-
csÄulhet}ok. Ez a m¶odszer automatikusan ¯gyelembe veszi a korcsoportok
l¶etsz¶ama szerinti s¶ulyoz¶ast, ¶es megfelel}oen k¶epes kezelni a hibatagok hete-
roszkedaszticit¶as¶at. A tov¶abbiakban ezt a modellv¶altozatot ismertetjÄuk.

JelÄolje Dx;t az x 2 f1; 2; . . . ;Xg korcsoportban ¶es t 2 f1; 2; . . . ; Tg id}o-
szakban elhal¶alozottak sz¶am¶at, valamint Ex;t ugyanitt az adott id}oszakban

2E fenntarthat¶os¶agi probl¶em¶ak megold¶as¶ara p¶eld¶aul Bany¶ar [2011, 2012, 2017] javasol
reformelk¶epzel¶eseket.
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¶atlagosan ¶el}ok sz¶am¶at, vagyis a kÄozponti kitetts¶eget. Ezekb}ol az mx;t = Dx;t

Ex;t

k¶eplet alapj¶an meghat¶arozhatjuk a kÄozponti mortalit¶asi r¶at¶akat. A Brouhns,
Denuit ¶es Vermunt [2002] ¶altal javasolt Poisson LC modell feltev¶esei ¶es egyen-
letei:

Dx;t » Poisson(Ex;tmx;t) ;

ahol
mx;t = exp(ax + bxkt) ;

vagy ezzel ekvivalens m¶odon

lnmx;t = ax + bxkt ;

valamint ax, bx, kt val¶os param¶eterek, melyeket maximum likelihood m¶od-
szerrel becsÄulnek numerikus m¶odszerek felhaszn¶al¶as¶aval, a kt id}osort (¶un.
mortalit¶asi index) pedig ARIMA modellel, ¶altal¶aban ARIMA(0,1,0) eltol¶asos
v¶eletlen bolyong¶assal jelzik el}ore a haland¶os¶agi r¶at¶ak projekci¶oja ¶erdek¶eben.

TÄobb popul¶aci¶ora egym¶ast¶ol fÄuggetlenÄul illesztett LC modellek eset¶en az
azonos ¶eletkorokhoz, de kÄulÄonbÄoz}o popul¶aci¶okhoz tartoz¶o mortalit¶asi r¶at¶ak
h¶anyadosai id}oben jellemz}oen null¶ahoz vagy v¶egtelenhez konverg¶alnak, ami
az empirikus tapasztalatok alapj¶an nem elfogadhat¶o felt¶etelez¶es. A probl¶ema
kikÄuszÄobÄol¶es¶ere Li ¶es Lee [2005] az LC modell koherens multipopul¶aci¶os kiter-
jeszt¶es¶et javasolj¶ak ¶ugy, hogy a kÄozÄos hossz¶u t¶av¶u trendet kÄozÄos param¶eterek
jelen¶³tik meg, ¶es az e kÄorÄuli rÄovid t¶av¶u ingadoz¶ast popul¶aci¶ospeci¯kus para-
m¶eterek teszik lehet}ov¶e. A Li{Lee (LL) modell egyenlete az al¶abbi form¶aban
¶³rhat¶o fel:

lnmx;t;i = ax;i + BxKt + bx;ikt;i + ex;t;i ;

ahol Bx ¶es Kt kÄozÄos, ax;i, bx;i ¶es kt;i pedig popul¶aci¶ospeci¯kus param¶eterek.
Az el}obbieket ARIMA, ut¶obbiakat pedig konstans hat¶ar¶ert¶ekhez konverg¶al¶o
ARMA folyamatokkal jelzik el}ore. ¶Igy biztos¶³tj¶ak a koherenci¶at: az egyes
popul¶aci¶ok r¶at¶ainak h¶anyadosai a modellben nem diverg¶alnak a v¶egtelenbe,
mikÄozben a modell rÄovid t¶avon megengedi az ingadoz¶ast a hossz¶u t¶av¶u trend
kÄorÄul.

3.2 Visszacsatolt neur¶alis h¶al¶ok

A visszacsatolt neur¶alis h¶al¶ok ¶altalunk alkalmazott h¶arom n¶epszer}u t¶³pusa az
RNN, LSTM ¶es GRU h¶al¶ozatok, melyek matematik¶aj¶at az ¶attekinthet}os¶eg
kedv¶e¶ert h¶arom kÄulÄon alszakaszban mutatjuk be rÄoviden. R¶eszletes le¶³r¶ast a
h¶al¶ok m}ukÄod¶es¶er}ol ¶es strukt¶ur¶ajuk okair¶ol nem k¶³v¶anunk adni, ez megtal¶al-
hat¶o p¶eld¶aul Goodfellow, Bengio ¶es Courville [2015] tankÄonyv¶eben.

3.2.1 RNN h¶al¶ozat

Rumelhart ¶es szerz}ot¶arsai [1986] vezetik be a szakirodalomba a szekvenci-
¶alis adatok modellez¶es¶ere alkalmazhat¶o egyszer}u Recurrent Neural Network
(RNN) strukt¶ur¶at, ¶es a tan¶³t¶as¶ara alkalmazhat¶o id}obeli hibavisszaterjeszt¶es
(backpropagation through time) m¶odszer¶et.
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Az adott id}oszak input vektor¶at jelÄolje x(t), a h¶al¶o el}oz}o ¶allapot¶at h(t¡1),
illetve a kimeneti ¶ert¶eket y(t). Wx, Wh ¶es Wy jelÄolj¶ek a modell ezen kom-
ponenseihez tartoz¶o s¶ulym¶atrixokat, bx ¶es by a be- ¶es kimenetekhez tartoz¶o
addit¶³v konstansokat, fh ¶es fy pedig legyenek aktiv¶aci¶os fÄuggv¶enyek. Ezeket
a jelÄol¶eseket felhaszn¶alva az RNN strukt¶ura az al¶abbiak szerint ¶³rhat¶o le:

h(t) = fh(Whh
(t¡1) + Wxx

(t) + bx) ;

y(t) = fy(Wyh
(t) + by) :

Az ¶un. elt}un}o ¶es felrobban¶o gradiens jelens¶egek miatt neh¶ez ezeket a h¶al¶o-
zatokat a gyakorlatban tan¶³tani, ¶es Bengio ¶es szerz}ot¶arsai [1994] felh¶³vj¶ak a
¯gyelmet arra, hogy a klasszikus RNN h¶al¶ok a hossz¶u t¶av¶u hat¶asokat nem
tudj¶ak ¯gyelembe venni. A kÄovetkez}okben le¶³runk k¶et olyan RNN strukt¶ur¶at,
amelyeket sz¶elesebb kÄorben alkalmaznak ezen probl¶em¶ak kikÄuszÄobÄol¶es¶ere.

3.2.2 LSTM h¶al¶ozat

Hochreiter ¶es Schmidhuber [1997] javasolnak egy alternat¶³v architekt¶ur¶at,
amely ,,kapus" kialak¶³t¶as¶anak kÄoszÄonhet}oen k¶epes elrakt¶arozni a hasznos
hossz¶u t¶av¶u inform¶aci¶ot. Ezt nevezzÄuk Long Short-Term Memory (LSTM)
h¶al¶onak. Megtartva az el}obbi jelÄol¶eseket az LSTM modell a kÄovetkez}o egyen-
letekkel ¶³rhat¶o le:

forget gate: f (t) = ¾(Wf;hh
(t¡1) + Wf;xx

(t) + bf) ;

input gate: i(t) = ¾(Wi;hh
(t¡1) + Wi;xx

(t) + bi) ;

output gate: o(t) = ¾(Wo;hh
(t¡1) + Wo;xx

(t) + bo) ;

c0(t) = tanh(Wc;hh
(t¡1) + Wc;xx(t) + bc) ;

c(t) = f (t) ¤ c(t¡1) + i(t) ¤ c0(t) ;

h(t) = o(t) ¤ tanh(c(t)) ;

ahol * jelÄoli az elemenk¶enti ¶un. Hadamard-szorzatot, ¾(¢) a szigmoid ¶es
tanh(¢) a hiperbolikus tangens fÄuggv¶enyt.

3.2.3 GRU h¶al¶ozat

Cho ¶es szerz}ot¶arsai [2014] a hossz¶u t¶av¶u ÄosszefÄugg¶esek megragad¶asa c¶elj¶ab¶ol
az LSTM-hez hasonl¶o kapus kialak¶³t¶as¶u visszacsatolt h¶al¶ot ismertetnek, ame-
lyet Gated Recurrent Unit-nak (GRU) neveznek. A GRU h¶al¶ozat egyenletei:

update gate: z(t) = ¾ (Wz;hh
(t¡1) + Wz;xx

(t) + bz);

reset gate: r(t) = ¾(Wr;hh
(t¡1) + Wr;xx

(t) + br);

c0(t) = tanh(Wc;h(h(t¡1) ¤ r(t)) + Wc;xx
(t) + bc);

h(t) = (1 ¡ z(t)) ¤ h(t¡1) + z(t) ¤ c0(t):
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3.3 Biztos¶³t¶asi d¶³jak sz¶am¶³t¶asa

Ebben a fejezetben rÄoviden v¶azoljuk azokat a m¶odszereket, amelyeket a k¶e-
s}obbiekben alkalmazni fogunk biztos¶³t¶asi d¶³jsz¶am¶³t¶as szempontj¶ab¶ol. Le¶³r¶a-
sunk kÄozel sem lesz teljes, ¶atfog¶o k¶epet p¶eld¶aul Bany¶ar [2003]-b¶ol lehet kapni.

Az el}orejelz¶esek k¶esz¶³t¶es¶en¶el kÄozponti mortalit¶asi r¶at¶akkal dolgoztunk,
aktu¶ariusi sz¶am¶³t¶asok eset¶en a szakemberek hal¶aloz¶asi val¶osz¶³n}us¶egeket al-
kalmaznak. A kÄozponti mortalit¶asi r¶ata hal¶aloz¶asi val¶osz¶³n}us¶egg¶e transzfor-
m¶alhat¶o a kÄovetkez}o formul¶aval (¶Agoston ¶es Kov¶acs, 2000):

qx = 1 ¡ e¡mx :

Felhaszn¶alva ezeket a hal¶aloz¶asi val¶osz¶³n}us¶egeket, az ekvivalencia elv alapj¶an
az x ¶eves kor¶u, azonnal indul¶o, ¶evente 1 Ft Äosszeg}u ¶eletj¶arad¶ek¶anak az egy-
szeri nett¶o d¶³ja statikus megkÄozel¶³t¶es eset¶en:

Äax =
!¡xX

i=0

³
vi

i¡1Y

j=0

(1 ¡ qx+j)
´

(x = 0; 1; . . . ; !) ;

ahol ! = 99 maxim¶alis ¶eletkor, v technikai kamatl¶abb¶ol sz¶am¶³tott diszkont-
faktor (Bany¶ar, 2003 ¶es V¶ek¶as, 2017).

Dinamikus d¶³jsz¶am¶³t¶as eset¶eben a k¶eplet az al¶abbiak szerint m¶odosul:

Äax;T =
!¡xX

i=0

³
vi

i¡1Y

j=0

(1 ¡ qx+j;T+j)
´

(x = 0; 1; . . . ; !) ;

ahol T a j¶arad¶ek indul¶as¶ara vonatkoz¶o napt¶ari ¶ev.

4 Adatok ¶es a modellez¶es l¶ep¶esei

A visegr¶adi orsz¶agok haland¶os¶agi adatait a Human Mortality Database [2024]
honlapj¶ar¶ol tÄoltÄottÄuk le, ahol ¶eletkoronk¶ent ¶es nemenk¶ent ¶eves hal¶alesetsz¶a-
mok ¶es kÄozponti kitetts¶egek ¶allnak rendelkez¶esre a n¶egy orsz¶agra. Napt¶ari
¶evek tekintet¶eben 1970-t}ol haszn¶altuk az adatokat 2019-ig, ¶es a feln}ott popu-
l¶aci¶o adatait vizsg¶altuk 18{99 ¶eves ¶eletkorok kÄozÄott. Az¶ert ezt a korcsoportot
v¶alasztottuk, mert a gyermekekre nagyon ritk¶an k¶³n¶alnak ¶eletbiztos¶³t¶asi kon-
strukci¶okat a v¶allalatok, valamint a gyermekhaland¶os¶agi mutat¶ok javul¶asa
jelent}osen elt¶er a tÄobbi korcsoportt¶ol, a 99 ¶ev felettiekre pedig nagyon kev¶es
adat ¶all rendelkez¶esre, emiatt bizonytalanok lenn¶enek az el}orejelz¶esek.

Az adatel}ok¶esz¶³t¶est ¶es a modellez¶est az R programoz¶asi nyelv (R Core
Team, 2024) seg¶³ts¶eg¶evel v¶egeztÄuk el. Az LC modelleket az StMoMo (Villegas
¶es szerz}ot¶arsai, 2016), az LL modelleket a MultiMoMo (Robben, 2022), a
neur¶alis h¶al¶ozatokat pedig a Keras (Allaire ¶es Chollet, 2022) kieg¶esz¶³t}o cso-
mag seg¶³ts¶eg¶evel k¶esz¶³tettÄuk.

A kiv¶alasztott id}oszakot tanul¶o ¶es tesztel}o halmazra osztottuk. El}obbi az
1970 ¶es 2009 kÄozÄotti peri¶odus, ut¶obbi pedig a 2009 ut¶ani id}oszak volt, mivel
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¶ugy gondoljuk, hogy az utols¶o id}oszak a legrelev¶ansabb az el}orejelz¶esek szem-
pontj¶ab¶ol. A g¶epi tanul¶asi m¶odszerek hiperparam¶etereinek optimaliz¶al¶as¶ahoz
ÄotszÄorÄos egyszer}u (keresztmetszetben is alkalmazott) keresztvalid¶aci¶ot alkal-
maztunk, majd az optim¶alis hiperparam¶eterek megtal¶al¶asa ut¶an a teljes tanul¶o
halmazon tan¶³tottuk a legjobbnak bizonyult hiperparam¶eterekkel rendelkez}o
modelleket.

Az adatokat az LC modell ¶es a g¶epi tanul¶asi m¶odszerek eset¶en orsz¶a-
gonk¶ent ¶es nemenk¶ent elkÄulÄon¶³tve kezeltÄuk, ¶³gy ¶ep¶³tettÄuk fel minden orsz¶ag
¶es nem p¶arosra a modelleket. Az LL modell eset¶en annak multipopul¶aci¶os
jellege miatt nem szerint v¶alasztottuk sz¶et a 4{4 popul¶aci¶ot, teh¶at k¶et multi-
popul¶aci¶os modellt kaptunk.

A neur¶alis h¶al¶os modellek eset¶en a logaritmikus haland¶os¶agi r¶at¶akat nor-
maliz¶altuk, majd a legjobb modell megtal¶al¶asa ¶erdek¶eben r¶acsalap¶u hiperpa-
ram¶eter-keres¶est (grid search) hajtottunk v¶egre. Mivel alapvet}oen kis probl¶e-
m¶akr¶ol van sz¶o, ez¶ert csak egyr¶eteg}u h¶al¶okat alkalmaztunk. Az egyes hiperpa-
ram¶eterek halmaz¶at a probl¶ema nagys¶aga, valamint szakmai ¶es szakirodalmi
megfontol¶asok alapj¶an sz}uk¶³tettÄuk az al¶abbiakra:

² k : a c¶elv¶altoz¶o k¶esleltet¶eseinek sz¶ama, k 2 f3; 5; 8g.

² b : a tanul¶o halmaz kÄotegeinek m¶erete, b 2 f64; 128; 256g.

² u : a neur¶alis h¶al¶ok neuronjainak a sz¶ama, u 2 f5; 6; 7g, RNN eset¶eben
u 2 f10; 12; 14g.

Minden h¶al¶o eset¶en a c¶elv¶altoz¶o az adott korhoz ¶es napt¶ari ¶evhez tartoz¶o
logaritmikus haland¶os¶agi r¶ata, m¶³g az input ¶ert¶ekek puszt¶an a c¶elv¶altoz¶o
k¶esleltetett ¶ert¶ekei voltak.

Az epoch-ok sz¶am¶at e = 2000-re ¶all¶³tottuk, valamint korai meg¶all¶³t¶ast
(early stopping) is alkalmaztunk p = 100 tÄurelmi hiperparam¶eter-be¶all¶³t¶assal
a sz¶am¶³t¶asi id}o rÄovid¶³t¶ese ¶erdek¶eben. A h¶al¶o visszacsatolt r¶eteg¶eben a szak-
irodalomban elterjedt hiperbolikus tangens aktiv¶aci¶os fÄuggv¶enyt, az RNN
h¶al¶o kimeneti r¶eteg¶eben pedig a sztenderdnek sz¶am¶³t¶o identit¶as aktiv¶aci¶os
fÄuggv¶enyt haszn¶altuk. A tan¶³t¶ast a n¶epszer}u Adaptive Moment Estimation
(Adam, Kingma ¶es Ba, 2014) sztochasztikus optimaliz¶aci¶oval3 v¶egeztÄuk ¸ =
0;001-es tanul¶asi r¶ata ¶es ¶atlagos n¶egyzetes hiba (MSE) vesztes¶egfÄuggv¶eny
mellett.

A tan¶³t¶as sztochasztikus jellege miatt a v¶egs}o param¶eterekkel 50{50 mo-
dellt ¶ep¶³tettÄunk: az 50 tan¶³t¶as kÄozÄul kiv¶alasztottuk a legjobb modellt, illetve
kisz¶am¶³tottuk az Äosszes modell el}orejelz¶eseinek ¶atlag¶at, amit ensemble mo-
dellnek nevezÄunk. A neur¶alis h¶al¶os el}orejelz¶esek sor¶an Richman ¶es WÄutrich
[2019] nemzetkÄozi szakirodalomban megjelent m¶odszertan¶at kÄovettÄuk.

3Sztochasztikus optimaliz¶aci¶os probl¶em¶aval foglalkozik m¶eg V¶ek¶as ¶es szerz}ot¶arsai [2012]
munk¶aja.
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5 Eredm¶enyek

A modellek n}ok adatain ny¶ujtott teljes¶³tm¶eny¶et az 1. t¶abl¶azatban foglaljuk
Äossze. A t¶abl¶azat aggreg¶alt adatokat tartalmaz a tesztel}o halmazon, minden
¶eletkort ¯gyelembe v¶eve.

Orsz¶ag LC LL LSTM LSTM GRU GRU RNN RNN
best ensemble best ensemble best ensemble

CZE 2,21 3,24 1,94 2,07 1,96 2,02 1,98 2,20
HUN 7,40 4,70 3,31 3,91 3,08 3,78 3,46 4,08
POL 1,58 1,91 1,16 1,29 1,06 1,25 1,22 1,46
SVK 4,91 4,63 4,27 4,46 4,34 4,82 4,22 4,57

1. t¶abl¶azat. A vizsg¶alt modellek teljes¶³tm¶enyei a n}oi adatok teszthalmaz¶an (MSE, 10¡2)

Az 50{50 betan¶³tott modell tesztid}oszakon m¶ert hib¶ait az 1. ¶abra foglalja
Äossze modellenk¶ent ¶es orsz¶agonk¶ent. A szaggatott piros vonal szintje az LC
modell teljes¶³tm¶eny¶et mutatja, m¶³g a pÄottyÄozÄott lila vonal az LL modell¶et.

1. ¶abra. Teszthalmazon m¶ert hiba a n}ok adatain orsz¶agonk¶ent ¶es modellenk¶ent

Az 1. ¶abr¶an l¶athat¶o, hogy Szlov¶akia eset¶en a klasszikus m¶odszerek j¶ol
teljes¶³tettek a neur¶alis h¶al¶okhoz viszony¶³tva, ¶es nincs nagy kÄulÄonbs¶eg az LC
¶es LL modellek kÄozÄott. Magyarorsz¶ag eset¶eben az LL modell Äosszess¶eg¶eben
sokkal jobb, mint az LC. Csehorsz¶ag eset¶en ¶epp az ellenkez}oje l¶athat¶o: az LC
modell sokkal jobb eredm¶enyt ¶ert el az LL-n¶el. Lengyelorsz¶ag eset¶eben sincs
nagy kÄulÄonbs¶eg a k¶et klasszikus modell kÄozÄott, de a g¶epi tanul¶asi m¶odszerek
jobbnak bizonyulnak. Teh¶at a n}oi adatokon azt l¶atjuk, hogy a g¶epi tanul¶asi
modellek teljes¶³tm¶enye felÄulm¶ulja az LC ¶es LL modellek¶et, ¶es ez akkor is
fenn¶all, ha nem a legjobb tan¶³t¶ast n¶ezzÄuk, hanem a robusztusabb ensemble
el}orejelz¶eseket.
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Az eredm¶enyek elemz¶ese sor¶an az Äosszes¶³t}o hibamutat¶o mellett fontos
lehet r¶eszleteiben is vizsg¶alni a modellek er}oss¶egeit ¶es gyenges¶egeit. A 2. ¶abra
megmutatja, hogy a n}ok adatain ¶eletkoronk¶ent ¶es orsz¶agonk¶ent melyik mo-
dell teljes¶³tett a legjobban, teh¶at hogy az ¶eletkoronk¶enti MSE melyik modell
eset¶eben a legkisebb. A robusztuss¶ag ¶erdek¶eben itt m¶ar az ensemble model-
lek eredm¶enyeit haszn¶aljuk. Az eredm¶enyek alapj¶an elmondhat¶o, hogy az
LL modell a n}oi adatok eset¶eben Magyarorsz¶ag kiv¶etel¶evel az id}osebb kor-
csoportban nagyon j¶ol teljes¶³tett, m¶³g a g¶epi tanul¶asi modellek a kÄoz¶epkor¶u
¶es a ¯atal n¶epess¶eg kÄor¶eben ¶ert¶ek el a legjobb eredm¶enyt. Az LC modell az
id}osebb magyar popul¶aci¶oban bizonyult a legjobbnak.

2. ¶abra. A legjobb modellek a n}ok adatain ¶eletkoronk¶ent ¶es orsz¶agonk¶ent

A 2. t¶abl¶azatban Äosszes¶³tjÄuk a 2. ¶abr¶an l¶athat¶o eredm¶enyeket. ÄOsszes-
s¶eg¶eben a n}ok adatain a legtÄobb korcsoportban Csehorsz¶agban ¶es Lengyel-
orsz¶agban a GRU ensemble, Magyarorsz¶agon az LC, Szlov¶aki¶aban pedig az
LL modell ny¶ujtotta a legjobb teljes¶³tm¶enyt. Ugyanakkor az ensemble mo-
dellekben gyeng¶en sikerÄult tan¶³t¶asok eredm¶enyei is benne vannak, ¶es mint
az 1. t¶abl¶azatban l¶athattuk, a legjobb tan¶³t¶as haszn¶alat¶aval a g¶epi tanul¶asi
modellek teljes¶³tm¶enye j¶oval kedvez}obb.

Modell CZE HUN POL SVK
LC 16 29 12 10
LL 22 15 31 39
RNN ensemble 11 4 2 2
LSTM ensemble 4 17 4 8
GRU ensemble 29 17 33 23

2. t¶abl¶azat. Az egyes modellek a n}ok adatain h¶any korcsoportban
teljes¶³tettek a legjobban orsz¶agonk¶ent

A darabsz¶amok mellett fontos bemutatni, hogy a hib¶ak m¶ert¶eke egy-
m¶ashoz viszony¶³tva mik¶epp alakul. Ez¶ert a tesztel}o halmazon ¶abr¶azoltuk
¶eletkoronk¶ent az ¶atlagos n¶egyzetes hib¶akat minden modell ¶es orsz¶ag eset¶en
(3. ¶abra).
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3. ¶abra. MSE ¶ert¶ekek koronk¶ent a n}oi adatok teszthalmaz¶an

A f¶er¯ adatok eset¶eben a modellez¶es folyamata megegyezett a n}oi ada-
tokon v¶egrehajtott sz¶am¶³t¶asokkal. A 3. t¶abl¶azatban ¶es a 4. ¶abr¶an a r¶ajuk vo-
natkoz¶o eredm¶enyeket kÄozÄoljÄuk. Csehorsz¶ag ¶es Lengyelorsz¶ag eset¶en a GRU,
Magyarorsz¶ag eset¶en pedig az LSTM teljes¶³tett a legjobban, m¶³g Szlov¶akia
eset¶eben a Li{Lee modell jelezte el}ore a legjobban a f¶er¯ haland¶os¶agi r¶at¶akat.
Az eredm¶enyek sok esetben hasonl¶o k¶epet mutatnak a n}oi adatokon tapasz-
taltakhoz. Csehorsz¶ag eset¶eben az LC modell pontosabb volt, mint az LL,
viszont Magyarorsz¶ag adatain az LL modell sokkal jobban teljes¶³tett, mint az
LC, de Äosszes¶³tve mindk¶et orsz¶ag eset¶eben a neur¶alis h¶al¶os m¶odszerek adj¶ak
a legjobb el}orejelz¶eseket. A Lengyelorsz¶ag eset¶eben szorosabb volt a verseny,
az LL modell teljes¶³tm¶enye megkÄozel¶³tette a legjobb neur¶alis h¶al¶os el}orejelz¶e-
sek¶et, az ensemble modellek¶et pedig felÄul is m¶ulta. Szlov¶akia eset¶eben pedig
a klasszikus modellek jobbak voltak, mint ez a fajta neur¶alis h¶al¶os megkÄoze-
l¶³t¶es. Teljes¶³tm¶eny ¶es robusztuss¶ag szempontj¶ab¶ol j¶o kompromisszum lehet a
gyakorlatban pl. a legjobb 10 tan¶³t¶as eredm¶enyeinek ¶atlagol¶asa.

Orsz¶ag LC LL LSTM LSTM GRU GRU RNN RNN
best ensemble best ensemble best ensemble

CZE 1,83 2,62 1,31 1,49 1,28 1,52 1,35 1,57
HUN 17,75 6,11 1,77 2,99 2,11 3,91 2,07 3,44
POL 1,39 1,17 1,10 1,41 0,97 1,39 1,05 1,38
SVK 3,07 2,40 3,20 4,02 3,30 4,08 3,16 4,15

3. t¶abl¶azat. A vizsg¶alt modellek teljes¶³tm¶enyei a f¶er¯ adatok teszthalmaz¶an (MSE, 10¡2)
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4. ¶abra. Teszthalmazon m¶ert hiba a f¶er¯ak adatain orsz¶agonk¶ent ¶es modellenk¶ent

Az 5. ¶abra megmutatja, hogy a f¶er¯ak adatain ¶eletkoronk¶ent ¶es orsz¶a-
gonk¶ent melyik modell teljes¶³tett a legjobban (a robusztuss¶ag ¶erdek¶eben a
2. ¶abr¶ahoz hasonl¶oan itt is az ensemble modellek eredm¶enyeit tÄuntetjÄuk fel).
Szlov¶akia ¶es Lengyelorsz¶ag adatain 50 ¶es 40 ¶eves kor felett az LL modell
nagyon j¶ol teljes¶³t, m¶³g Magyarorsz¶agon 35{50 ¶eves korok kÄozÄott az LSTM
ensemble, valamint 70{80 ¶eves korok kÄozÄott a GRU ensemble, Csehorsz¶agban
40{65 ¶eves korok kÄozÄott pedig a GRU ensemble modell j¶o teljes¶³tm¶enye szem-
beÄotl}o.

5. ¶abra. A legjobb modellek a f¶er¯ak adatain ¶eletkoronk¶ent ¶es orsz¶agonk¶ent

A 4. t¶abl¶azatban az 5. ¶abr¶an l¶athat¶o eredm¶enyeket sz¶amszer}us¶³tjÄuk. L¶at-
hat¶o, hogy a f¶er¯ak adatain az LL modell Szlov¶akia ¶es Lengyelorsz¶ag eset¶e-
ben nagyon sokszor a legjobb modellnek bizonyul. Magyarorsz¶agon az LSTM
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ensemble modellek bizonyultak a legjobbnak. Csehorsz¶ag vonatkoz¶as¶aban a
legtÄobb ¶eletkorban a GRU ensemble modell teljes¶³t legjobban, mivel itt a kÄo-
z¶epkor¶uak adatain ez a m¶odszer nagyon j¶ol m}ukÄodÄott, az id}osebb koroszt¶aly-
ban viszont vegyesebb k¶epet tapasztalunk. Fontos megjegyezni, hogy ezek az
ensemble modellek eredm¶enyei, ¶es ahogyan a 3. t¶abl¶azatban is l¶athattuk, a
legjobb tan¶³t¶asokat ¯gyelembe v¶eve a neur¶alis h¶al¶ozatok teljes¶³tm¶enye enn¶el
j¶oval kedvez}obb k¶epet mutat.

Modell CZE HUN POL SVK
LC 17 4 12 15
LL 17 21 57 56
RNN ensemble 17 14 5 3
LSTM ensemble 4 26 5 2
GRU ensemble 27 17 3 6

4. t¶abl¶azat. Az egyes modellek a f¶er¯ak adatain h¶any korcsoportban
teljes¶³tettek a legjobban orsz¶agonk¶ent

A n}oi adatokhoz hasonl¶oan itt is bemutatjuk, hogy a modellek ¶eletkoron-
k¶ent egym¶ashoz viszony¶³tva ¶atlagos n¶egyzetes hiba alapj¶an mik¶epp teljes¶³tet-
tek (6. ¶abra).

6. ¶abra. MSE ¶ert¶ekek koronk¶ent a f¶er¯ adatok teszthalmaz¶an

Fontos megjegyezni, hogy mivel a neur¶alis h¶al¶ozatok nem sztochasztikus
modellek, ez¶ert az ezek seg¶³ts¶eg¶evel k¶esz¶³tett el}orejelz¶esek nem tartalmaznak
kon¯denciaintervallumokat4, b¶ar az ¶atlagos n¶egyzetes hib¶ak megkÄozel¶³t}oleg
jellemzik a pontbecsl¶esek pontoss¶ag¶at.

4SchnÄurch ¶es Korn [2022] speci¶alisan az itt nem t¶argyalt konvol¶uci¶os neur¶alis h¶al¶ozatok,
Marino ¶es szerz}ot¶arsai [2021] pedig speci¶alisan az LC-LSTM modell eset¶ere mutatnak be
egy-egy olyan technik¶at, amellyel kon¯denciaintervallumok is becsÄulhet}ok. Ez a probl¶ema-
kÄor azonban t¶ulmutat a jelen tanulm¶any keretein.
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A tesztel}o halmazon k¶³vÄul elk¶esz¶³tettÄunk hosszabb t¶av¶u el}orejelz¶eseket is,
hogy vizsg¶alhassuk a neur¶alis h¶al¶os m¶odszerek stabilit¶as¶at, valamint kisz¶am¶³-
tottuk kÄulÄonbÄoz}o m¶odszerekkel a 65 ¶eves korban ¶evente 1 Ft-ot ¯zet}o ¶eletj¶ara-
d¶ekok egyszeri nett¶o d¶³j¶at, hogy bemutathassunk egy gyakorlati szempontb¶ol
relev¶ansnak nevezhet}o p¶eld¶at. Neur¶alis h¶al¶os modellek eset¶en minden orsz¶ag
¶es nem kombin¶aci¶ora a legjobb modellt v¶alasztottuk a fent bemutatottak
kÄozÄul. Az ¶eletj¶arad¶ek eset¶eben a maxim¶alis kort 99 ¶evnek, a technikai ka-
matl¶abat 3%-nak v¶alasztottuk meg. A predikci¶ot ebben az esetben is 2010-t}ol
ind¶³tottuk { ahol a tanul¶o ¶es tesztel}o halmaz hat¶ara volt.

A 7. ¶abra bemutatja, hogy az egyes nemek ¶es orsz¶agok eset¶en a kÄulÄonbÄoz}o
megkÄozel¶³t¶esekkel milyen mortalit¶asi r¶at¶akat kapunk a 2009-ben 65 ¶eves ko-
horsz tagjaira 65 ¶eves kort¶ol 99-ig. A viszony¶³t¶asi alap a tanul¶o tesztel}o
halmaz hat¶ar¶an a 2009-es peri¶odus haland¶os¶agi t¶abla mortalit¶asi r¶at¶ai.

7. ¶abra. Haland¶os¶agi r¶ata el}orejelz¶esek kÄulÄonbÄoz}o m¶odszerekkel orsz¶agonk¶ent ¶es nemenk¶ent

Az 5. t¶abl¶azatban l¶athat¶ok a n}oi adatokra vonatkoz¶o egyszeri nett¶o d¶³jak
65 ¶eves korban indul¶o ¶evente 1 Ft-ot ¯zet}o ¶eletj¶arad¶ekok eset¶en.

0.0

0.1

0.2

0.3

0.4

0.5

70 80 90 100
Kor

m
xt mx_2009

mxt_LC
mxt_LL
mxt_NN

CZE mxt, ( Nö )

0.0

0.2

0.4

70 80 90 100
Kor

m
xt mx_2009

mxt_LC
mxt_LL
mxt_NN

HUN mxt, ( Nö )

0.0

0.1

0.2

0.3

0.4

0.5

70 80 90 100
Kor

m
xt mx_2009

mxt_LC
mxt_LL
mxt_NN

POL mxt, ( Nö )

0.0

0.1

0.2

0.3

0.4

0.5

70 80 90 100
Kor

m
xt mx_2009

mxt_LC
mxt_LL
mxt_NN

SVK mxt, ( Nö )

0.0

0.2

0.4

0.6

70 80 90 100
Kor

m
xt mx_2009

mxt_LC
mxt_LL
mxt_NN

CZE mxt, ( Férfi )

0.00

0.25

0.50

0.75

70 80 90 100
Kor

m
xt mx_2009

mxt_LC
mxt_LL
mxt_NN

HUN mxt, ( Férfi )

0.1

0.2

0.3

0.4

0.5

70 80 90 100
Kor

m
xt mx_2009

mxt_LC
mxt_LL
mxt_NN

POL mxt, ( Férfi )

0.0

0.2

0.4

0.6

70 80 90 100
Kor

m
xt mx_2009

mxt_LC
mxt_LL
mxt_NN

SVK mxt, ( Férfi )



A visegr¶adi orsz¶agok mortalit¶asi r¶at¶ainak el}orejelz¶ese. . . 307

Modell CZE HUN POL SVK
Statikus (2009) 14,23 13,78 14,43 13,82
LC 14,97 14,40 15,07 14,29
LL 15,23 14,92 15,43 14,78
NN 15,14 13,87 15,23 14,40

5. t¶abl¶azat. ¶Eletj¶arad¶ekok egyszeri nett¶o d¶³jai n}oi adatokra, Ft

¶Altal¶anoss¶agban az mondhat¶o el, hogy a LC modell adja a legkisebb d¶³jat
a statikus megkÄozel¶³t¶es ut¶an, a neur¶alis h¶al¶os modellek a kÄoz¶eps}ot, m¶³g a LL
modell a legmagasabbat. Magyarorsz¶ag az egyetlen kiv¶etel, ennek oka a fenti
¶abr¶an is l¶athat¶o, hogy 85-90 ¶eves kor kÄorny¶ek¶ere a neur¶alis h¶al¶o magasabb
mortalit¶asi r¶at¶akat becsÄul, mint a klasszikus m¶odszerek.

F¶er¯ adatokra szint¶en elk¶esz¶³tettÄuk ezeket a sz¶am¶³t¶asokat, az al¶abbi ered-
m¶enyeket kaptuk:

Modell CZE HUN POL SVK
Statikus (2009) 12,10 11,17 11,77 11,40
LC 12,82 10,48 12,04 11,52
LL 13,43 12,31 12,80 12,46
NN 12,61 11,71 12,39 11,52

6. t¶abl¶azat. ¶Eletj¶arad¶ekok egyszeri nett¶o d¶³jai f¶er¯ adatokra, Ft

6 ÄOsszefoglal¶as

Tanulm¶anyunkban a visegr¶adi orsz¶agok haland¶os¶agi adatainak elemz¶es¶evel
¶es el}orejelz¶es¶evel foglalkozunk, a hagyom¶anyosan sz¶eles kÄorben alkalmazott
LC modell mellett a multipopul¶aci¶os LL modellel ¶es visszacsatolt neur¶alis
h¶al¶ozatokkal. A vizsg¶alt orsz¶agok haland¶os¶agi mint¶azata a szocializmus idej¶en
tapasztalt saj¶atoss¶agok miatt elt¶er a nyugat-eur¶opai orsz¶agok haland¶os¶agi
trendj¶et}ol, ez¶ert fontos kÄulÄon elemezni azokat. Elemz¶esÄunk sor¶an a visegr¶adi
orsz¶agokra direkt megkÄozel¶³t¶esen alapul¶o RNN, LSTM ¶es GRU modelleket
k¶esz¶³tettÄunk. Optimaliz¶altuk a hiperparam¶etereiket, kiv¶alasztottuk a legjobb
modelleket, majd el}orejeleztÄuk a mortalit¶asi r¶at¶akat egy el}ore de¯ni¶alt tesz-
tel}o halmazon, v¶egÄul Äosszess¶eg¶eben ¶es korcsoportonk¶ent is Äosszehasonl¶³tottuk
egym¶assal a modellek eredm¶enyeit a n¶egy orsz¶ag ¶es mindk¶et nem adatain.

Az Äosszes¶³tett eredm¶enyek alapj¶an a legjobban tan¶³tott neur¶alis h¶al¶os
modellek ¶ert¶ek el minden esetben a legjobb teljes¶³tm¶enyt a tesztel}o halmazon.
Fontosnak tartjuk az el}orejelz¶esek robusztuss¶ag¶at, ¶³gy ensemble modelleket
is k¶esz¶³tettÄunk. A vizsg¶alt nyolc popul¶aci¶oban, a szlov¶ak f¶er¯ ¶es lengyel ada-
tok kiv¶etel¶evel Äosszess¶eg¶eben mindenhol az ensemble neur¶alis h¶al¶ok ¶ert¶ek el
a legjobb eredm¶enyt. Az eml¶³tett k¶et popul¶aci¶o adatain az LL modell hib¶aja
volt a legkisebb. ¶Eletkorok szerint vizsg¶alva a modelleket az volt tapasztal-
hat¶o, hogy az id}osebb koroszt¶alyban legtÄobbszÄor az LL modell volt a legjobb,
m¶³g a neur¶alis h¶al¶ok ink¶abb a kÄoz¶epkor¶u ¶es a ¯atalabb korcsoportokban ¶ert¶ek
el a legjobb eredm¶enyeket. Az eredm¶enyeinket azonban a nemzetkÄozi szakiro-
dalomban publik¶alt eredm¶enyekhez nem lehet hasonl¶³tani. Egyr¶eszt a szerz}ok
sokszor m¶asfajta modelleket ¶es m¶as megkÄozel¶³t¶eseket alkalmaztak. M¶asr¶eszt
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kÄulÄon a visegr¶adi orsz¶agokat vagy konkr¶etan Magyarorsz¶agot nem vizsg¶alt¶ak
kor¶abban.

A jelen tanulm¶anyban Szentkereszti ¶es V¶ek¶as [2022] cikk¶ehez k¶epest vizs-
g¶alatunkat Magyarorsz¶agon t¶ulra, a hasonl¶o m¶ultbeli trendeket mutat¶o viseg-
r¶adi orsz¶agok csoportj¶ara terjesztjÄuk ki. Sz¶amos visszacsatolt neur¶alis h¶al¶o-
zati architekt¶ur¶at kipr¶ob¶altunk: a kor¶abbi LSTM h¶al¶o mellett RNN ¶es GRU
modellek eredm¶enyeit is ismertettÄuk. Ezenk¶³vÄul a robusztusabb eredm¶eny
¶erdek¶eben a tesztel}o halmazon legjobban teljes¶³t}o h¶al¶oval szemben az ugyan-
azon hiperparam¶eterekkel k¶esz¶³tett modellek el}orejelz¶eseinek az ¶atlag¶at is be-
mutattuk. Tov¶abb¶a a legjobban tan¶³tott neur¶alis h¶al¶okkal k¶esz¶³tettÄunk hosz-
szabb t¶av¶u el}orejelz¶eseket is, valamint vizsg¶altuk a statikus ¶es a kÄulÄonbÄoz}o
el}orejelz}o m¶odszerekkel k¶esz¶³tett dinamikus d¶³jsz¶am¶³t¶assal kapott ¶eletj¶arad¶e-
kok nett¶o d¶³jait.

Tov¶abbi kutat¶asi ir¶any lehet, hogy a kÄoz¶ep-kelet-eur¶opai orsz¶agok halan-
d¶os¶agi adatait a szakirodalomban m¶ar megjelent egy¶eb g¶epi tanul¶asi m¶od-
szerekkel is megvizsg¶aljuk, ¶es elemz¶esÄunket tov¶abbi orsz¶agokra terjesztjÄuk
ki. KÄulÄon¶all¶o modellek helyett lehet k¶esz¶³teni egy egys¶eges modellt is, amely
az Äosszes vizsg¶alt orsz¶ag adatait tartalmazza. Fontos lehet m¶eg vizsg¶alni a
neur¶alis h¶al¶ok kÄoz¶ep- ¶es hossz¶u t¶av¶u el}orejelz¶eseinek az eredm¶enyeit. Ered-
m¶enyeinket felhaszn¶alva ¶ujragondolhat¶ok bizonyos demogr¶a¯ai el}orejelz¶esek
¶es nyugd¶³jsz¶am¶³t¶asok mÄogÄotti felt¶etelez¶esek, emellett az ¶eletbiztos¶³t¶asi d¶³j-
kalkul¶aci¶o is pontosabb¶a tehet}o a statikus (peri¶odus) vagy az LC modellen
alapul¶o kohorsz haland¶os¶agi t¶abl¶ak haszn¶alat¶aval szemben.
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FORECASTING MORTALITY RATES OF VISEGR¶AD GROUP COUNTRIES

BY NEURAL NETWORKS

In our paper, we apply recurrent neural networks, which have been used with great
success in many ¯elds in recent years, to predict age-speci¯c mortality rates for ages
18 to 99 years for the Czech Republic, Poland, Hungary and Slovakia between 1970
and 2019, separately for women and men. We investigate the popular Recurrent
Neural Network, Long-Short Term Memory and Gated Recurrent Unit architec-
tures, and put a special emphasis on the optimization of the hyperparameters of
the networks by applying cross-validation and splitting the base period into learning
and testing subsets. We compare our predictions with those of both the classical
Lee{Carter and the coherent Li{Lee multipopulation models in terms of accuracy,
and determine which procedures are able to generate the most reliable projections
for each country, gender and age group. Our models can be applied in practice by
life, pension and health actuaries as well as demographers.

Key words: forecasting, neural networks, demography, insurance. JEL codes:
J11, C53




