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V¶ALTOZ¶OSZELEKCI¶O ¶ALTAL¶ANOS¶ITOTT ADDIT¶IV
MODELLBEN METAHEURISZTIKA SEG¶ITS¶EG¶EVEL1

KOV¶ACS L¶ASZL¶O
Budapesti Corvinus Egyetem

A tanulm¶anyban egy hibrid genetikus { harm¶oniakeres}o metaheurisztikus
algoritmus alkalmaz¶as¶at vizsg¶aljuk meg ¶altal¶anos¶³tott addit¶³v modellek v¶al-
toz¶oszelekci¶os feladat¶ara. IsmertetjÄuk az addit¶³v modellek legfontosabb alap-
fogalmait ¶es seg¶³ts¶egÄukkel megadjuk a v¶altoz¶oszelekci¶o feladat¶at. A fela-
datba felveszÄunk egy olyan korl¶atot, ami a magyar¶az¶o v¶altoz¶ok kÄozti redun-
dancia elkerÄul¶es¶et biztos¶³tja. A korl¶atozott v¶altoz¶oszelekci¶os feladatot k¶et
val¶os adatb¶azison oldjuk meg. Az eredm¶enyeink alapj¶an a metaheurisztikus
megold¶asunk hat¶ekonyabban tudja kezelni a korl¶atot, mint a szakirodalom
¶altal javasolt k¶et korszer}u algoritmus. Az algoritmus hat¶ekonys¶ag¶at jelent}osen
befoly¶asolja a v¶eletlen ¶es szab¶alyszer}u szelekci¶os oper¶atorok kÄozti optim¶alis
kombin¶aci¶o megtal¶al¶asa. Nagyobb adatb¶azison az algoritmus fut¶asideje jelen-
t}os, ¶am p¶arhuzamos¶³t¶assal egy v¶eletlenerd}o-alap¶u megold¶assal Äosszem¶erhet}o.

Kulcsszavak: ¶altal¶anos¶³tott addit¶³v modell, v¶altoz¶oszelekci¶o, spline fÄugg-
v¶enyek, genetikus algoritmus, harm¶oniakeres}o algoritmus.
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1 Bevezet¶es

A felÄugyelt g¶epi tanul¶as sor¶an c¶elunk, hogy egy j¶ol de¯ni¶alt eredm¶enyv¶altoz¶ora
min¶el nagyobb pontoss¶ag¶u becsl¶est adjunk bizonyos magyar¶az¶o v¶altoz¶ok ¶ert¶e-
k¶enek ismeret¶eben. Napjainkban a feladat sz¶amtalan Äosszetett algoritmus se-
g¶³ts¶eg¶evel megoldhat¶o, pl. m¶elytanul¶o neur¶alis h¶al¶ozatok, v¶eletlen erd}ok, t¶a-
maszvektor-g¶epek stb. Azonban egyre tÄobb szerz}o, pl. Molnar [2020] ¶es Du et
al. [2019] h¶³vja fel a ¯gyelmet arra, hogy a legpontosabb becsl¶est szolg¶altat¶o
modellekben a haszn¶alt magyar¶az¶o v¶altoz¶ok hat¶asai az eredm¶enyv¶altoz¶ora
nehezen, vagy egy¶altal¶an nem visszafejthet}ok. Viszont bizonyos gyakorlati
szitu¶aci¶okban a g¶epi tanul¶as legfontosabb eredm¶enye nem felt¶etlenÄul a min¶el
pontosabb becsl¶es elk¶esz¶³t¶ese, hanem az egyes magyar¶az¶o v¶altoz¶ok hat¶as¶anak
meg¶allap¶³t¶asa. P¶eld¶aul egy banknak egy¶ertelm}uen meg kell indokolnia, hogy
mi alapj¶an utas¶³t el egy hitelk¶erelmet. Ilyen esetekben nem el}orejelz}o, hanem
magyar¶az¶o modellek ¶ep¶³t¶ese az elemz}o c¶elja.

Napjaink ,,big data" kÄornyezet¶eben, amikor egy adott becsl¶esi feladathoz
rengeteg potenci¶alis magyar¶az¶o v¶altoz¶o kÄonnyen az elemz}o rendelkez¶es¶ere ¶all,
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m¶eg egy egyszer}u line¶aris regresszi¶os modell alkalmaz¶asa eset¶en is probl¶em¶as
lehet a magyar¶az¶o v¶altoz¶ok hat¶asainak meg¶allap¶³t¶asa. Molnar [2020] ¶es James
et al. [2013] egyik javaslata a probl¶ema ¶athidal¶as¶ara ¶es a kÄulÄonbÄoz}o felÄugyelt
tanul¶asi modellek ¶ertelmezhet}ov¶e t¶etel¶ere a v¶altoz¶oszelekci¶o.

Hall [1999] szerint a v¶altoz¶oszelekci¶o legfontosabb alapelve, hogy a kiv¶a-
lasztott magyar¶az¶o v¶altoz¶ok szorosan korrel¶aljanak a becsÄulend}o eredm¶eny-
v¶altoz¶oval, de egym¶ashoz k¶epest legyenek fÄuggetlenek. Line¶aris esetben az elv
a k¶aros multikollinearit¶as elkerÄul¶es¶et jelenti. Ez az elv gyakorlatilag megegye-
zik az Äokonometri¶aban gyakran alkalmazott parszim¶onia elv¶evel (Wooldridge
[2016]). Hall [1999] javasol is egy algoritmust alapvet}oen a klasszikus line¶aris
korrel¶aci¶os egyÄutthat¶ora t¶amaszkodva (Correlation based Feature Selection,
CFS) a v¶altoz¶oszelekci¶o feladat¶anak megold¶as¶ara. Az algoritmus gyakorlati-
lag egy legjobb r¶eszhalmaz elv}u v¶altoz¶oszelekci¶o, ahol a c¶elfÄuggv¶eny azokat
a magyar¶az¶o v¶altoz¶okat prefer¶alja, amik szorosan korrel¶alnak az eredm¶eny-
v¶altoz¶oval, de m¶as magyar¶az¶o v¶altoz¶okkal p¶aronk¶ent nem korrel¶alnak k¶aros
m¶ert¶ekben.

A CFS algoritmus elv¶et nem-line¶aris esetekre kiterjeszt}o megold¶asokat
dolgozott ki Song et al. [2012] ¶es Climente-Gonz¶alez et al. [2019] is. Mindk¶et
tanulm¶any javaslata azonban tov¶abbra is csak a magyar¶az¶o v¶altoz¶ok p¶aron-
k¶enti fÄuggetlens¶eg¶et ellen}orzi a v¶altoz¶oszelekci¶o sor¶an. Viszont, a magyar¶az¶o
v¶altoz¶ok fÄuggetlens¶eg¶et az is s¶ertheti, ha egy v¶altoz¶o kifejezhet}o a tÄobbi v¶al-
toz¶o tÄobbv¶altoz¶os fÄuggv¶eny¶evel.

Kor¶abbi munk¶ainkban (L¶ang et al. [2017] ¶es Kov¶acs [2019]) egy hib-
rid genetikus-harm¶oniakeres}o algoritmust (tov¶abbiakban Hibrid algoritmus)
javaslunk a v¶altoz¶oszelekci¶os feladat megold¶as¶ara line¶aris modellekben. Az
algoritmus a magyar¶az¶o v¶altoz¶ok V IF ¶ert¶ek¶en keresztÄul a szelekci¶os folya-
mat sor¶an nem csak a v¶altoz¶ok kÄozti p¶aronk¶enti k¶aros korrel¶aci¶okra sz}ur. Az
id¶ezett k¶et tanulm¶anyban megmutatjuk, hogy a Hibrid algoritmus seg¶³ts¶eg¶evel
olyan regresszi¶os modellek ¶ep¶³thet}ok, amelyek becsl¶esi pontoss¶agban nem
maradnak el jelent}osen az egy¶eb algoritmusok seg¶³ts¶eg¶evel ¶ep¶³tett modellekt}ol,
¶am azokhoz k¶epest l¶enyegesen kevesebb magyar¶az¶o v¶altoz¶ot haszn¶alnak en-
nek el¶er¶es¶ehez. Az ilyen ,,extr¶em m¶odon" takar¶ekos modellek term¶eszetesen
magukban hordozz¶ak a kihagyott v¶altoz¶ok miatti torz¶³t¶as vesz¶ely¶et, de seg¶³t-
hetnek az elemz}onek azonos¶³tani az eredm¶enyv¶altoz¶ot alak¶³t¶o legfontosabb
fÄuggetlen hat¶asokat. A m¶odszer el}onye a hagyom¶anyos dimenzi¶ocsÄokkent¶esi
elj¶ar¶asok alkalmaz¶as¶aval szemben, hogy a v¶egs}o modellben konkr¶etan meg-
nevezhet}o v¶altoz¶ok szerepelnek, adott esetben nehezen ¶ertelmezhet}o faktorok
helyett.

Jelen tanulm¶anyban kiterjesztjÄuk a Hibrid algoritmust a nem-line¶aris mo-
dellek kÄor¶eben v¶egzett v¶altoz¶oszelekci¶ora is. Ehhez az ¶altal¶anos¶³tott addit¶³v
modellek (tov¶abbiakban GAM, a Generalized Additive Model angol kifejez¶es-
b}ol) keretrendszer¶et alkalmazzuk, mivel James et al. [2013] szerint ezek a mo-
dellek egyens¶ulyt k¶epviselnek a modellek ¶ertelmezhet}os¶ege ¶es a becsl¶esi pon-
toss¶ag kÄozÄott nem-line¶aris esetben is. GAM-ok eset¶eben magyar¶az¶o v¶altoz¶ok
margin¶alis hat¶asai az eredm¶enyv¶altoz¶ora meghat¶arozhat¶ok (ellenben a m¶ely-
tanul¶o neur¶alis h¶al¶ozatokkal ¶es ensemble modellekkel), de nem kÄoti az elemz}ot
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egy el}ore de¯ni¶alt line¶aris, logaritmikus, n¶egyzetes vagy egy¶eb fÄuggv¶enyforma
(mint a klasszikus line¶aris regresszi¶oban).

A tanulm¶any m¶asodik fejezet¶eben ¶attekintjÄuk a GAM modellek alapvet}o
matematikai keret¶et. Felh¶³vjuk a ¯gyelmet arra, hogy a nem-line¶aris mo-
dellez¶es hogyan teszi bonyolultabb¶a a v¶altoz¶oszelekci¶os feladatot a line¶aris
esethez k¶epest. Bemutatjuk a concurvity jelens¶eget, ami a multikollinearit¶as
fogalm¶anak ¶altal¶anos¶³t¶asa nem-line¶aris modellekre. A harmadik fejezetben
ismertetjÄuk a CFS algoritmus ¶altal¶anos¶³t¶asait nem-line¶aris esetre. Bemu-
tatjuk, hogy a Song et al. [2012] ¶altal javasolt mRMR ¶es a Climente-Gonz¶alez
et al. [2019] ¶altal javasolt HSIC-Lasso algoritmusok mi¶ert k¶epesek csak kor-
l¶atoltan kezelni a concurvity jelens¶eget a v¶altoz¶oszelekci¶o sor¶an. A negyedik
fejezetben a Hibrid algoritmus m}ukÄod¶es¶enek ismertet¶ese kÄovetkezik GAM
keretben. Megmutatjuk, hogy az algoritmus kiterjeszt¶es¶evel sikeresen kezelni
tudjuk a v¶altoz¶oszelekci¶o sor¶an a concurvity jelens¶eget an¶elkÄul, hogy az al-
goritmus bin¶aris egyedreprezent¶aci¶oj¶at m¶odos¶³tani kellene.

Az ÄotÄodik fejezetben a vizsg¶alt algoritmusok m}ukÄod¶es¶et Äosszehasonl¶³tjuk
k¶et val¶os adatb¶azison. Az els}o p¶eld¶aban a feladat betongerend¶ak nyom¶o-
szil¶ards¶ag¶anak becsl¶ese. Az algoritmus param¶etereinek ¯nomhangol¶as¶ara egy
kisebb m¶eret}u adatb¶azist haszn¶alunk. A m¶asik p¶eld¶aban, ahol a feladat hi-
telk¶artyaÄugyfelek cs}odval¶osz¶³n}us¶eg¶enek becsl¶ese, az algoritmus teljes¶³tm¶eny¶et
egy nagyobb adatb¶azison is vizsg¶aljuk. A vizsg¶alt v¶altoz¶oszelekci¶os algorit-
musokon t¶ul dÄont¶esi fa ¶es v¶eletlen erd}o algoritmusokat alkalmazunk bench-
marknak. ÄOsszess¶eg¶eben elmondhatjuk, hogy a Hibrid algoritmus v¶egs}o mo-
delljeib}ol jobban azonos¶³that¶ok a vizsg¶alt eredm¶enyv¶altoz¶ora hat¶o, egym¶assal
nem szigni¯k¶ansan ÄosszefÄugg}o magyar¶az¶o v¶altoz¶ok, mint a tÄobbi vizsg¶alt al-
goritmus eset¶eben. Az algoritmus fut¶asideje viszont p¶arhuzamos¶³t¶as ut¶an
is nagys¶agrendekkel nagyobb, mint a benchmarkk¶ent haszn¶alt modellek¶e.
V¶egezetÄul, a hatodik fejezetben Äosszefoglaljuk a kutat¶as f}o eredm¶enyeit. Ala-
posabban kit¶erÄunk a Hibrid algoritmus korl¶ataira, valamint ismertetjÄuk a
lehets¶eges tov¶abbfejleszt¶esi ir¶anyokat.

2 Az ¶altal¶anos¶³tott addit¶³v modellek (GAM)
alapfogalmai

Adott egy n elem}u minta. Legyen Y = [y1; y2; . . . ; yn]T 2 IRn egy expo-
nenci¶alis eloszl¶ascsal¶adb¶ol sz¶armaz¶o val¶osz¶³n}us¶egi v¶altoz¶o meg¯gyelt ¶ert¶ekeit
tartalmaz¶o vektor. Ekkor egy GAM seg¶³ts¶eg¶evel Y v¶arhat¶o ¶ert¶eke (1) m¶odon

becsÄulhet}o p db Xj = [xj1; xj2; . . . ; xjn]T magyar¶az¶o v¶altoz¶o meg¯gyelt ¶ert¶e-
keinek seg¶³ts¶eg¶evel (Hastie { Tibshirani [1990]).

h(E (Y )) = " +
pX

j=1

fj(Xj) ; (1)

ahol h(¢) a GAM link fÄuggv¶enye, " = ["1; "2; . . . ; "n]T a modell hibavektora,
¶es fj(¢) a j-edik magyar¶az¶o v¶altoz¶o transzform¶aci¶os fÄuggv¶enye.
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A GAM-ok form¶alis de¯n¶³ci¶oja ut¶an r¶eszletesen ismertetjÄuk az fj repre-
zent¶aci¶oj¶at, ¶es megadjuk a v¶altoz¶oszelekci¶os feladatot.

2.1 Az fj transzform¶aci¶os fÄuggv¶enyek reprezent¶aci¶oja

Legyenek az fj fÄuggv¶enyek b¶azis-spline, rÄoviden b-spline fÄuggv¶enyek. Hastie
{ Tibshirani [1990] ¶es Hazewinkel [2001] alapj¶an a b-spline fÄuggv¶enyek tÄobb
polinomot (b¶azisfÄuggv¶enyt) szakaszosan illesztenek Äossze a spline fÄuggv¶eny
¶ertelmez¶esi tartom¶any¶an, vagyis a [min (Xj); max (Xj)] intervallumon. Egy
b-spline fÄuggv¶eny legfontosabb param¶etere a rendje. Egy r-ed rend}u b-spline-
nak mindig r szakasza van, a Bi b¶azisfÄuggv¶enyek (r ¡ 1)-edfok¶u polinomok.
Ezt a tulajdons¶agot a b-spline fÄuggv¶enyek Cox de Boor rekurz¶³v formul¶aval
tÄort¶en}o megad¶asa biztos¶³tja:

Bi;d(x) =
x ¡ ki

ki+d ¡ ki
Bi;d¡1(x) +

ki+d+1 ¡ x

ki+d+1 ¡ ki+1
Bi+1;d¡1(x)

¶es

Bi;0(x) =

½
1; ha x 2 [ki; ki+1[
0 egy¶ebk¶ent.

A Cox de Boor rekurzi¶oval adott Bi;d(x) fÄuggv¶enyek line¶aris kombin¶aci¶o-
j¶aval r-ed rend}u b-spline fÄuggv¶enyt ¶all¶³thatunk el}o, ha a rekurzi¶os formul¶at
d = r-re alkalmazzuk: f(x) = Sr(x) =

P
i ®iBi;r(x), ahol i a megfelel}o

szakaszhat¶ar (ki) indexe x ¶ertelemz¶esi tartom¶any¶an.
A b-spline fÄuggv¶enyekkel fel¶ep¶³tett GAM ezzel gyakorlatilag line¶aris mo-

dellk¶ent funkcion¶al, ® = [®1
1; ®

1
2; . . . ; ®

1
r1

; . . . ; ®p
rp

] a modell egyÄutthat¶oinak

vektora, ahol ®j
s a j-edik magyar¶az¶o v¶altoz¶ora illesztett rj rend}u b-spline

fÄuggv¶eny (Srj) egyÄutthat¶oja a v¶altoz¶o ¶ertelmez¶esi tartom¶any¶anak s-edik sza-
kasz¶an. Ha bevezetjÄuk a Bj m¶atrixokat, amelynek oszlopai a Bs;rj

(Xj) vek-

torok 8j-re (ezzel Bj-k n £ rj m¶eret}uek lesznek), ¶es az ®j = [®j
1; ®

j
2; . . . ; ®

j
rj

]
vektorokat, akkor a GAM modell (2) alakot veszi fel,

h(E(Y )) = " +

pX

j=1

rjX

s=1

®j
sBs;rj

(Xj) = " +

pX

j=1

Bj®j : (2)

A (2) alak¶u GAM modellben nem csak az ® vektor becsl¶ese szÄuks¶eges, hanem
az egyes magyar¶az¶o v¶altoz¶okhoz tartoz¶o rj rendek ¶es a spline-ok szakaszhat¶a-
rainak megv¶alaszt¶asa is. A szakaszhat¶arokat ¶altal¶aban egyenletesen osztj¶ak
el Xj ¶ertelmez¶esi tartom¶any¶an, ¶am ez sokszor nem az optim¶alis megold¶as
(Hastie { Tibshirani [1990], Zhou { Shen [2001], Schumaker [2015]). Viszont,
ha a modellben szerepl}o fj fÄuggv¶enyeket thin plate spline-k¶ent ¶es nem klasz-
szikus b-spline-k¶ent becsÄuljÄuk meg Wood [2003], Wahba [1990] ¶es Green { Sil-
verman [1994] alapj¶an, akkor nem kell foglalkozni a szakaszhat¶arok optim¶alis
elhelyez¶es¶evel, ¶es a spline fÄuggv¶enyek rendj¶enek megv¶alaszt¶asa is l¶enyegesen
egyszer}ubb¶e v¶alik.

Thin plate spline keretben el}oszÄor a (2) egyenletben annyi m¶odos¶³t¶ast
v¶egzÄunk, hogy rj = n-t v¶alasztunk 8j-re (ezzel Bj-k n£n m¶eret}uek lesznek,
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®j-k pedig n elem}u vektorok). Ezek ut¶an a (3) alakban adott minimaliz¶al¶asi
feladatot ¶³rjuk fel.

min
®

¡
nX

i=1

lnLi(®) +

pX

j=1

¸j®
T
j Bj®j ; (3)

ahol ¸j v¶alaszthat¶o param¶eter, ami szab¶alyozza az egyens¶ulyt a keresett fj

fÄuggv¶enyek pontos illeszked¶ese (els}o tag) ¶es kell}o simas¶aga (m¶asodik tag)
kÄozÄott. Tov¶abb¶a, Li(®) az i-edik meg¯gyelt mintaelem s}ur}us¶eg¶ert¶eke a felt¶e-
telezett eredm¶enyv¶altoz¶o eloszl¶as, a magyar¶az¶o v¶altoz¶ok i-edik meg¯gyel¶ese
¶es a teljes ® param¶etervektor mellett. Term¶eszetesen ez a feladat ¶³gy nem
megoldhat¶o, hiszen n £ p db param¶etert kell becsÄulni.

Viszont minden Bj m¶atrixnak vehetjÄuk Bj = UjDjUT
j klasszikus spekt-

r¶alfelbont¶as¶at. Teh¶at Dj m¶atrix a Bj m¶atrix saj¶at¶ert¶ekeib}ol ¶all¶o diagon¶alis
m¶atrix, ¶es Uj m¶atrix oszlopaiban a Bj m¶atrix saj¶at¶ert¶ekeihez tartoz¶o saj¶at-
vektorok ¶allnak. V¶alasszuk ki a kj legnagyobb saj¶at¶ert¶eket (¯gyeljÄunk, hogyPp

j=1 kj < n fenn¶alljon) Dj -b}ol, ¶es legyen Ukj egy olyan m¶atrix, melynek
oszlopai a kiv¶alasztott kj legnagyobb saj¶at¶ert¶ekhez tartoz¶o saj¶atvektorok.
Ezekb}ol megadhat¶o Bkj = UkjDkjU

T
kj

n £ kj dimenzi¶os m¶atrix, ahol Dkj a

Bj m¶atrix kj legnagyobb saj¶at¶ert¶ekeib}ol ¶all¶o diagon¶alis m¶atrix. Wood [2003]
megmutatja, hogy a fenti m¶odon megadott Bkj minimaliz¶alja a kBj ¡Bkj k2

t¶avols¶agot adott kj ¶ert¶ek mellett.
Ezek ut¶an megoldjuk a (4) minimaliz¶al¶asi feladatot, ahol a GAM modell

(2) egyenlet¶eben Ukj
Dkj

-ket ¶³runk Bj -k hely¶ebe, ¶es ezekkel ¶ert¶ekeljÄuk ki az
Li(®)-kat 8i-re.

min
®

¡
nX

i=1

lnLi(®) +

pX

j=1

¸j®
T
j Dkj

®j : (4)

(4)-ben m¶ar csak
Pp

j=1 kj < n db param¶eter megbecsl¶ese szÄuks¶eges, ami
megoldhat¶o pl. Newton-Raphson m¶odszerrel.

Gyakorlatilag a thin plate spline illeszt¶es¶et 8Xj ¶ertelmez¶esi tartom¶any¶a-
nak kj db szakasz¶an v¶egezzÄuk el kj db b¶azisfÄuggv¶eny seg¶³ts¶eg¶evel (melyek
¶ert¶eke a Bkj m¶atrix oszlopaiban kerÄul t¶arol¶asra az egyes meg¯gyel¶eseinkhez).
A szakaszhat¶arokat a spektr¶alfelbont¶as alkalmaz¶as¶aval ¶ugy adtuk meg, hogy
a lehet}o legjobban kÄozel¶³tsÄuk meg azt a feladatot (3), amikor a spline fÄuggv¶e-
nyeket pontonk¶ent (rj = n) illesztjÄuk. Ilyen ¶ertelemben teh¶at egy optim¶alis
oszt¶opontrendszerhez ¶es (rj = kj) spline-rendekhez jutottunk.

Innent}ol kezdve a v¶altoz¶oszelekci¶os feladatban az egyetlen param¶eter,
amir}ol dÄonteni kell, az a kj ¶ert¶eke. Viszont itt is csak az a fontos, hogy
kj el¶eg nagy legyen ahhoz, hogy a kBj ¡Bkjk2 elt¶er¶es ne legyen szigni¯k¶ans.
Ezt a nullhipot¶ezist form¶alis statisztikai pr¶ob¶aval tudjuk tesztelni Augustin
et al. [2012] alapj¶an.

A (3) ¶es (4) minimaliz¶al¶asi feladatokban szerepl}o ¸j param¶etereket Wood
[2011] alapj¶an korl¶atozott maximum likelihood (REML: REstricted Maxi-
mum Likelihood) m¶odszerrel ¶erdemes meghat¶arozni. A REML m¶odszerben
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technikailag 10-szeres keresztvalid¶aci¶o seg¶³ts¶eg¶evel keressÄuk azon ¸j-ket, me-
lyek mellett (4)-et megoldva a legkisebb c¶elfÄuggv¶eny ¶ert¶eket kapjuk.

2.2 A v¶altoz¶oszelekci¶os feladat GAM keretben

A kÄovetkez}o gyakorlati probl¶ema egy m lehets¶eges X = fX1;X2; . . . ; Xmg
magyar¶az¶o v¶altoz¶ot tartalmaz¶o halmazb¶ol kiv¶alasztani azt a p · m v¶altoz¶ot
tartalmaz¶o ~X = fX1;X2; . . . ;Xpg µ X r¶eszhalmazt, amely a legjobb ¶al-
tal¶anos¶³t¶o k¶epess¶eg}u modellt eredm¶enyezi. A modell ¶altal¶anos¶³t¶o k¶epess¶ege
le¶³rja, hogy a modell mekkora pontoss¶aggal tud az n elem}u mint¶an k¶³vÄuli
popul¶aci¶or¶ol is sz¶amot adni a minta alapj¶an kinyert inform¶aci¶ok alapj¶an. A
megfelel}o ¶altal¶anos¶³t¶o k¶epess¶eg el¶er¶es¶ehez kompromisszumra van szÄuks¶egÄunk
a mintaadatok felhaszn¶al¶as¶anak tekintet¶eben. Ha a t¶ul kev¶es mintaadatot
haszn¶alunk fel, akkor nem nyerÄunk el¶eg j¶o k¶epet a val¶os¶agr¶ol. Ha t¶ul sokat
haszn¶alunk fel, akkor t¶uls¶agosan ,,r¶af¶okusz¶alunk" a mint¶ankra (Wooldridge
[2016]).

Az ¶altal¶anos¶³t¶o k¶epess¶eg nÄovel¶es¶ere ir¶anyul¶o tÄorekv¶esek kÄovetkezt¶eben
szÄuletett meg a magyar¶az¶o v¶altoz¶ok szelekci¶oj¶aban a parszim¶onia, azaz a
takar¶ekoss¶ag elve. A parszim¶onia elve szerint a ~X µ X halmazt ¶ugy kell
megv¶alasztanunk (szelekt¶alnunk), hogy a lehet}o legjobb becsl¶esi pontoss¶agot
¶erjÄunk el a lehet}o legkevesebb magyar¶az¶o v¶altoz¶o felhaszn¶al¶as¶aval.

A modell ¶altal¶anos¶³t¶o k¶epess¶eg¶et tÄobbf¶elek¶eppen is tudjuk m¶erni. Jelen
tanulm¶anyban a korrig¶alt McFadden-f¶ele pszeudo R-n¶egyzet mutat¶ot alkal-
mazzuk. A mutat¶ot McFadden [1974] alapj¶an ismertetjÄuk. A mutat¶o meg-
¶ert¶es¶ehez fontos bevezetni a tel¶³tett modell fogalm¶at. A tel¶³tett modellnek
annyi param¶etere van, ah¶any meg¯gyel¶es a mint¶ankban, ¶³gy minden meg¯-
gyel¶esre tÄok¶eletesen illeszkedik. A meg¯gyel¶eseink egy¶eni devianci¶aja pedig
az egy¶eni log-likelihood nÄovekm¶eny¶enek k¶etszeres¶et jelenti, ha az aktu¶alis
helyett a tel¶³tett modellt haszn¶aljuk: Di = 2 lnLi(tel¶³tett)¡ lnLi(®). A mo-
dell teljes devianci¶aja mint¶an pedig nem m¶as, mint D =

Pn
i=1 Di. Legyen D0

a nullmodell (a csak konstanst tartalmaz¶o modell) teljes devianci¶aja. Ezekkel
a jelÄol¶esekkel: R2 = 1 ¡ D

D0
. Az¶ert, hogy a modell t¶ulilleszt¶es¶et elkerÄuljÄuk a

meg¯gyelt mint¶ara vonatkoz¶oan, m¶eg korrig¶alni szÄuks¶eges az aktu¶alis modell
becsÄult param¶etereinek sz¶am¶aval:

¹R2 = 1 ¡ n ¡ 1

n ¡ Pp
j=1 rj

(1 ¡ R2):

A t¶ulilleszt¶es probl¶em¶aj¶at el lehet kerÄulni a keresztvalid¶alt pszeudo R2 kisz¶a-
m¶³t¶as¶aval is, de ha a c¶elunk, hogy egyszerre tÄobb ~X halmaz teljes¶³tm¶eny¶et
is ki¶ert¶ekeljÄunk, akkor a korrig¶alt R2 alkalmaz¶asa a sz¶am¶³t¶asi kapacit¶asokkal
tÄort¶en}o takar¶ekoss¶ag miatt prefer¶alt lehet. KÄulÄonÄosen, ha ¯gyelembe vesszÄuk,
hogy a REML param¶eterbecsl¶esi m¶odszer is keresztvalid¶aci¶ot alkalmaz.

A v¶altoz¶oszelekci¶o sor¶an teh¶at az ~X halmazt ¶ugy szÄuks¶eges megv¶alasztani,
hogy ¹R2 maxim¶alis legyen. Azonban X Äosszes r¶eszhalmaz¶anak megvizsg¶al¶asa
NP-neh¶ez feladat, hiszen az Äures halmaz kiz¶ar¶as¶aval is 2m ¡ 1 db lehets¶eges
megold¶ast kell vizsg¶alni (Huo { Ni [2007]).
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Tov¶abb¶a, a GAM modellek v¶altoz¶oszelekci¶oja sor¶an alapesetben nem csak
arr¶ol dÄontÄunk, hogy mely v¶altoz¶ok szerepeljenek a modellben. Azt is vizsg¶alni
szÄuks¶eges, hogy a bevont v¶altoz¶okra milyen rend}u b-spline fÄuggv¶enyeket il-
lesszÄunk, ¶es hogy a bevont Xj ¶ertelmez¶esi tartom¶any¶at hol tÄorjÄuk szakaszok-
ra. Viszont a thin plate spline-ok alkalmaz¶as¶aval ezekkel a dÄont¶esi pontokkal
nem kell foglalkoznunk, hiszen csak annyi a dolgunk, hogy egy kezdeti ¶ert¶eket
adjunk minden rj-nek, ¶es ezt az ¶ert¶eket addig nÄoveljÄuk, am¶³g az Augustin et
al. [2012]-f¶ele pr¶oba nullhipot¶ezis¶et el nem tudjuk fogadni a szok¶asos szigni-
¯kancia-szinteken. Ha rj kezdeti ¶ert¶ek¶et ,,t¶ul nagynak" v¶alasztottuk, az nem
okoz probl¶em¶at, mivel a (4) feladat m¶asodik tagja v¶ed minket att¶ol, hogy az
illesztett fj fÄuggv¶eny t¶ul bonyolult legyen.

2.3 A concurvity jelens¶eg GAM keretben

A v¶egs}o modell ¶ertelmezhet}os¶ege miatt fontos ¯gyelni a parszim¶onia-elv¶ere
is a v¶altoz¶oszelekci¶o sor¶an. Emiatt j¶o, ha meg tudjuk ¶allap¶³tani, hogy mikor
¶all fenn a GAM-ban szerepl}o Xj magyar¶az¶o v¶altoz¶ok nem-line¶aris transz-
form¶altjai kÄozÄott zavar¶o m¶ert¶ek}u ÄosszefÄugg¶es. Amennyiben a v¶altoz¶oszelekci¶o
eredm¶eny¶eÄul kapott GAM-ban szerepl}o v¶altoz¶ok redundanci¶at¶ol mentesek
nem-line¶aris ¶ertelemben is, akkor azt is biztos¶³thatjuk, hogy az eredm¶eny-
v¶altoz¶o ¶ert¶ek¶enek alakul¶as¶at befoly¶asol¶o fÄuggetlen t¶enyez}oket egy¶ertelm}uen
azonos¶³tani tudjuk a szelekt¶alt v¶egs}o modell alapj¶an. ¶Igy, ha az elemz}o c¶elja
egy kezdeti, takar¶ekos ¶ertelmez}o modell ¶ep¶³t¶ese el}orejelz}o modellel szemben,
¶erdemes lehet a v¶altoz¶ok kÄozti redundancia sz}ur¶es¶ere is er}oforr¶asokat al-
lok¶alni a v¶altoz¶oszelekci¶o sor¶an. Az ilyen ,,extr¶em m¶odon" takar¶ekos model-
lek term¶eszetesen magukban hordozz¶ak a kihagyott v¶altoz¶ok miatti torz¶³t¶as
vesz¶ely¶et (Wooldridge [2016]), de seg¶³thetnek az elemz}onek azonos¶³tani az
eredm¶enyv¶altoz¶ot alak¶³t¶o legfontosabb fÄuggetlen hat¶asokat reprezent¶al¶o v¶al-
toz¶okat. A m¶odszer el}onye a hagyom¶anyos dimenzi¶ocsÄokkent¶esi elj¶ar¶asok
alkalmaz¶as¶aval szemben, hogy a v¶egs}o modellben konkr¶etan megnevezhet}o
v¶altoz¶ok szerepelnek, adott esetben nehezen ¶ertelmezhet}o faktorok helyett
(Jolli®e [1982]).

GAM keretben a v¶altoz¶ok kÄozti redundancia szintj¶enek meg¶allap¶³t¶as¶a-
hoz a multikollinearit¶as jelens¶eg¶enek nem-line¶aris v¶altozat¶at, a concurvity-t
(Wood [2017]) szÄuks¶eges megm¶ernÄunk. A concurvity jelens¶eg m¶er¶es¶ere GAM
modellekben, thin plate spline fÄuggv¶enyek haszn¶alata eset¶en Wood [2017] ja-
vasol egy mutat¶ot. A mutat¶o alapÄotlete, hogy egy fj fÄuggv¶enyb}ol a Bj m¶at-
rixszal reprezent¶alt b¶azisfÄuggv¶enyeinek Ukj

Dkj
dekompoz¶³ci¶oj¶aval kinyerhe-

t}o egy gj fÄuggv¶eny, ami m¶as fc 6=j fÄuggv¶enyek Ukc
Dkc

dekompoz¶³ci¶oj¶anak is
r¶esze. A Wood-f¶ele concurvity m¶ert¶ek ezt a redundancia hat¶ast a kgjk2=kfjk2

h¶anyados seg¶³ts¶eg¶evel helyezi el egy [0; 1] sk¶al¶an.
K¶etf¶ele concurvity m¶ert¶eket is rendelhetÄunk egy Xj v¶altoz¶ohoz. Az egyik

a meg¯gyelt concurvity, ami a modell param¶eterbecsl¶ese sor¶an megkapott ~®
vektorral el}o¶all¶o fj fÄuggv¶enyek kÄozÄotti concurvity-t m¶eri. Ezzel szemben a
pesszimista concurvity m¶ert¶ek megkeresi azt a ~® vektort, amivel a UkjDkj -
ket s¶ulyozva a legmagasabb concurvity m¶ert¶ek ¶erhet}o el (Wood [2017]).
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Intuit¶³v ¶ertelmez¶esben a kgjk2=kfjk2 m¶ert¶ek megmutatja, hogy az fj vari-
anci¶aj¶anak h¶anyadr¶esz¶et adj¶ak olyan b¶azisfÄuggv¶enyek, melyek az egy¶eb c 6= j
v¶altoz¶okra illesztett transzform¶aci¶os fÄuggv¶enyekben is szerepelnek. Ebb}ol az
¶ertelmez¶esb}ol ad¶odik, hogy ha az Xj -hez rendelt concurvity m¶ert¶ek 0,5-n¶el
nagyobb, akkor ¶ugy vehetjÄuk, hogy a v¶altoz¶o hat¶as¶anak ¶ertelmez¶es¶et k¶arosan
befoly¶asol¶o concurvity van jelen a GAM modellben, mivel a v¶altoz¶o hat¶as¶at
le¶³r¶o fÄuggv¶enytranszform¶aci¶o varianci¶aj¶anak tÄobb mint fel¶et olyan b¶azisfÄugg-
v¶enyek adj¶ak, melyek m¶as v¶altoz¶okra illesztett transzform¶aci¶os fÄuggv¶enyek-
nek is r¶eszei.

Ez a 0,5-hÄoz rendelt v¶ag¶asi pont anal¶og a line¶aris eset V IF j > 2 hat¶ar¶aval,
hiszen ekkor a V IF j k¶epletben R2

j > 0;5 (Kov¶acs [2008]). Term¶eszetesen a
V IF j mutat¶o alapj¶an a szakirodalom tÄobb v¶ag¶asi ¶ert¶eket is megad a k¶aros
multikollinearit¶as hat¶arak¶ent. Mint p¶eld¶aul a V IF j > 5 ¶es V IF j > 10,
melyek rendre a R2

j > 0;8 ¶es R2
j > 0;9 eseteknek felelnek meg (Hunyadi {

Vita [2006]) (Kov¶acs [2008]). Ennek megfelel}oen GAM-ok eset¶eben a k¶aros

concurvity hat¶arait is megadhatjuk
³

kgjk
kfjk

´2

> 0;8 ¶es
³

kgjk
kfjk

´2

> 0;9 felt¶etelek

form¶aj¶aban. A concurvity jelens¶egre adott korl¶at szigor¶us¶aga a v¶altoz¶oszelek-
ci¶o sor¶an GAM-ok eset¶eben is a modellez}o egy¶eni preferenci¶aj¶anak fÄuggv¶enye.

Jelen tanulm¶anyban a k¶aros concurvity jelens¶eg hat¶ar¶anak a
³

kgjk
kfjk

´2

>

0;5 v¶ag¶ast tekintjÄuk minden j-re. Ez els}osorban abb¶ol az ¶ovatoss¶agi meg-
fontol¶asb¶ol ad¶odik, hogy amennyiben a v¶altoz¶oszelekci¶o eredm¶enyek¶ent olyan

modellt kapunk, ahol a v¶altoz¶ok kÄozÄott m¶ert legmagasabb
³

kgjk
kfjk

´2

¶ert¶ek

csak nagyon kev¶essel marad el a 0,5-Äos hat¶ar¶ert¶ekt}ol (pl. 0,49-nek ad¶odik),
akkor is j¶oval a k¶aros concurvity szempontj¶ab¶ol megenged}obb hat¶arok (mint
pl. 0,8 ¶es 0,9) alatt helyezkedjen el. ¶Altal¶anos esetben a k¶aros concurvity
m¶ert¶ek¶ere megadott v¶ag¶asi ¶ert¶ek a vizsg¶alt probl¶ema jelleg¶et}ol ¶es az elemz}o
preferenci¶ait¶ol fÄugg}oen megv¶alaszthat¶o. Min¶el magasabb hat¶ar¶ert¶ek felett
tekintÄunk egy v¶altoz¶ot k¶aros concurvity ¶altal ¶erintettnek, a v¶altoz¶oszelekci¶o
sor¶an v¶arhat¶oan ann¶al tÄobb v¶altoz¶o fog a v¶egs}o modellben szerepelni, ¶es ezzel
a parszim¶onia elv s¶erÄul¶es¶et kock¶aztatjuk (Wood [2017]).

3 V¶altoz¶oszelekci¶os algoritmusok addit¶³v mo-
dellekben

A 2.2. fejezetben ismertetett, GAM keretben adott v¶altoz¶oszelekci¶os feladat
megold¶as¶ara tÄobb heurisztikus algoritmus is l¶etezik a szakirodalomban. A
legn¶epszer}ubbek kÄoz¶e tartozik pl. Marra { Wood [2011], Schmid { Hothorn
[2008] ¶es Belitz { Lang [2008]. Jelen tanulm¶anyban ezekkel az algoritmusokkal
nem foglalkozunk, mivel a v¶altoz¶oszelekci¶o sor¶an k¶³s¶erletet sem tesznek a
concurvity jelens¶eg kontroll¶al¶as¶ara.

A 3.1. ¶es 3.2. alfejezetekben k¶et olyan korszer}u algoritmust ismertetÄunk,
ami nem-line¶aris v¶altoz¶oszelekci¶o eset¶en a c¶elfÄuggv¶enyben tekintettel van arra
is, hogy a kiv¶alasztott magyar¶az¶o v¶altoz¶ok kÄozÄott ne ¶alljon fenn a v¶egs}o mo-
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dell ¶ertelmezhet}os¶eg¶et csorb¶³t¶o nem-line¶aris ÄosszefÄugg¶es. Mindk¶et ismertetett
algoritmus a Hall [1999]-f¶ele CFS algoritmus ¶altal¶anos¶³t¶as¶anak tekinthet}o
nem-line¶aris esetre.

3.1 Az mRMR algoritmus

Az algoritmus itt ismertetett form¶aj¶at Song et al. [2012] dolgozta ki Peng
et al. [2005] alapj¶an. Az algoritmus neve egy angol kifejez¶es (minimum
Redundancy { Maximum Relevance) rÄovid¶³t¶ese. Mint a m¶odszer neve is su-
gallja, ez a v¶altoz¶oszelekci¶os elj¶ar¶as egyszerre k¶³s¶erel meg optimaliz¶alni arra,
hogy olyan v¶altoz¶okat v¶alogasson be a modellbe, amelyek szoros kapcsolat-
ban ¶allnak az eredm¶enyv¶altoz¶oval, ¶am egym¶assal nem ¶allnak jelent}os kapcso-
latban. Az algoritmusban meg kell adni egy m¶ert¶eket k¶et v¶altoz¶o kÄozÄos in-
form¶aci¶otartalm¶anak m¶er¶es¶ere. Song et al. [2012] ennek m¶ert¶eknek a Gretton
et al. [2005]-f¶ele Hilbert-Schmidt fÄuggetlens¶egi krit¶eriumot (HSIC) v¶alasztja.
Egy x ¶es z val¶osz¶³n}us¶egi v¶altoz¶op¶ar mellett a Hilbert-Schmidt krit¶erium az
(5) alakot Äolti.

HSIC(x; z) = Ex;x0;z;z0 [K(x; x0)L(z; z0)] +

+ Ex;x0 [K(x; x0)]Ez;z0 [L(z; z0)] ¡ 2Ex;z[Ex0 [K(x; x0)]Ez0 [L(z; z0)]] ;
(5)

ahol K;L : IRn£n ! IR pozit¶³v de¯nit magfÄuggv¶enyek, Ex;x0;z;z0 a v¶arhat¶o
¶ert¶eke a p(x; z) egyÄuttes eloszl¶asb¶ol vett fÄuggetlen (x; z) ¶es (x0; z0) p¶aroknak.
HSIC(x; z) = 0, ha x ¶es z fÄuggetlenek, egy¶ebk¶ent pozit¶³v. Az (5) de¯n¶³ci¶o
alapj¶an l¶athat¶o, hogy a HSIC mutat¶o k¶et val¶osz¶³n}us¶egi v¶altoz¶o egyÄuttes
eloszl¶asa alapj¶an hat¶arozza meg az ÄosszefÄugg}os¶eg m¶ert¶ek¶et, ezzel a nem-
line¶aris sztochasztikus kapcsolatokat is ¯gyelembe veszi, ellent¶etben a CFS al-
goritmusban alkalmazott klasszikus Pearson-korrel¶aci¶oval. A krit¶erium r¶esz-
leteir}ol Gretton et al. [2005] ad m¶elyebb ¶attekint¶est. Az mRMR algoritmus
¶es a 3.2. fejezetben t¶argyalt HSIC-Lasso algoritmus implement¶aci¶oja is Gauss
magfÄuggv¶enyt

K(x; y) = e¡ kx¡yk2

2¾2

alkalmaz folytonos v¶altoz¶okra, ahol ¾ = 1 a v¶altoz¶ok normaliz¶al¶asa miatt.
Ha a v¶altoz¶o bin¶aris, akkor Delta magot alkalmaz az algoritmus:

K(x; y) =

½
1=ny; ha x = y;
0 egy¶ebk¶ent,

ahol ny az y ¶ert¶ekek elemsz¶ama a mint¶aban.
Az mRMR algoritmus alapÄotlete, hogy egy GAM-ba olyan Xj magyar¶az¶o

v¶altoz¶okat kell v¶alasztani, amikre HSIC(Y;Xj) magas, ¶am HSIC(Xj ;Xk)
alacsony 8k 6= j- re, ahol Xk m¶ar szerepel a modellben. Ezt a k¶et szempontot
az mRMR algoritmus egy legjobb r¶eszhalmaz elv}u line¶aris keres¶esben egyes¶³ti.

Legyen X = fX1; . . . ;Xmg a lehets¶eges magyar¶az¶o v¶altoz¶ok halmaza,
¶es egy GAM-ba keressÄuk a legjobb ~X µ X r¶eszhalmazt a 2.2. fejezetben
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megadott feladat szerint. TegyÄuk fel, hogy m¶ar p elemet kiv¶alasztottunk X-
b}ol ~X-be. Ezen a ponton az mRMR algoritmus azt az Xj magyar¶az¶o v¶altoz¶ot

v¶alasztja be ~X-be, amire

j = arg max
k2Xn ~X

HSIC(Y;Xk)P
i2 ~X HSIC(Xi; Xk)=j ~Xj

:

L¶athatjuk, hogy a maximaliz¶aland¶o c¶elfÄuggv¶eny n}o, ha Xk kÄozÄos inform¶aci¶o-
tartalma a c¶elv¶altoz¶oval is n}o. Azonban a c¶elfÄuggv¶eny csÄokken, ha a modellbe
bev¶alogatott m¶as Xi magyar¶az¶o v¶altoz¶okkal is n}o Xk kÄozÄos inform¶aci¶otartal-
ma.

Az elj¶ar¶asb¶ol l¶athatjuk, hogy az mRMR algoritmus line¶aris keres¶es, ami-
hez szÄuks¶eges el}ore megadni j ~Xj-et, egy¶ebk¶ent m¶as kil¶ep¶esi krit¶erium hi¶a-
ny¶aban a fentebb le¶³rt elj¶ar¶as X-b}ol minden magyar¶az¶o v¶altoz¶ot bevesz a
modellbe.

3.2 A HSIC-Lasso algoritmus

Az mRMR algoritmust Yamada et al. [2018] fejlesztette tov¶abb. A fej-
leszt¶es Äotlete, hogy a HSIC krit¶eriumokhoz magyar¶az¶o v¶altoz¶ok¶ent egy °j

egyÄutthat¶ot hozz¶arendel. Ezzel gyakorlatilag egy line¶aris Lasso-probl¶em¶av¶a
(6) alak¶³that¶o a v¶altoz¶oszelekci¶os feladat.

max
¡¸0

mX

j=1

°jHSIC(Xj; Y ) ¡ 1

2

mX

j;k=1

°j°kHSIC(Xj ;Xk) ¡ ¸k¡k1 (6)

¸ > 0 egy param¶eter a feladatban, ami keresztvalid¶aci¶o seg¶³ts¶eg¶evel ¶ugy
megv¶alaszthat¶o, hogy a kiv¶alasztott ¸ mellett a legnagyobb c¶elfÄuggv¶eny¶ert¶e-
ket kapjuk. Tov¶abb¶a, ¡ = [°0; °1; . . . ; °m]. A (6) feladat megold¶as¶aban az
egyÄutthat¶ok L1 norm¶aj¶aval tÄort¶en}o bÄuntet¶es miatt a modellb}ol elhagyhat¶o
v¶altoz¶ok °j egyÄutthat¶oi 0-nak ad¶odnak. A c¶elfÄuggv¶enyben korrig¶alunk a
HSIC(Xj; Xk), j 6= k magyar¶az¶o v¶altoz¶o-p¶arok fÄuggetlens¶egi krit¶erium¶aval,
ezzel a tÄobb redund¶ans magyar¶az¶o v¶altoz¶o kiv¶alaszt¶as¶anak elkerÄul¶es¶et ÄosztÄo-
nÄozzÄuk. (6) feladat bevezet¶es¶enek l¶enyege, hogy megold¶as¶ahoz nem szÄuks¶eges
j ~Xj ismerete.

(6) megold¶asa kimondottan mem¶oriaig¶enyes. Emiatt Climente-Gonz¶alez
et al. [2019] a HSIC-Lasso feladat megold¶as¶ahoz a meg¯gyelt mint¶at B ¿ n
elem}u blokkokra bontja fel, amelyekre kÄulÄon ki lehet sz¶am¶³tani a HSIC
krit¶eriumokat, ¶es ezek Äosszegz¶es¶evel kaphatunk a teljes mint¶ara ¶ertelmezett
HSIC krit¶eriumot. A blokkok haszn¶alat¶aval a HSIC-Lasso algoritmus fut-
tathat¶o nagyobb m¶eret}u adatb¶azisok eset¶en is.

Mind az mRMR, mind a HSIC-Lasso algoritmus eset¶eben is ¶erdemes
¶eszrevenni, hogy a HSIC krit¶erium alkalmaz¶asa a magyar¶az¶o v¶altoz¶ok kÄozti
kapcsolat szoross¶ag¶anak m¶ert¶ek¶et csak p¶aronk¶ent vizsg¶alja. Az algoritmusok
nem kezelik azt az esetet, amikor egy magyar¶az¶o v¶altoz¶o tÄobb m¶as magya-
r¶az¶o v¶altoz¶o tÄobbv¶altoz¶os fÄuggv¶enyek¶ent ¶all el}o. Emiatt az mRMR-rel ¶es
a HSIC-Lassoval nyert GAM-ok eset¶eben sz¶am¶³tani lehet k¶aros m¶ert¶ek}u, az
¶ertelmez¶eseket torz¶³t¶o concurvity jelens¶egre.
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4 Hibrid genetikus-harm¶oniakeres}o algoritmus
v¶altoz¶oszelekci¶ora GAM keretben

Kor¶abbi munk¶ainkban (L¶ang et al. [2017] ¶es Kov¶acs [2019]) egy hibrid
genetikus { harm¶oniakeres}o algoritmust (tov¶abbiakban Hibrid algoritmus)
javaslunk a v¶altoz¶oszelekci¶os feladat megold¶as¶ara line¶aris modellek eset¶eben.
Az algoritmus a magyar¶az¶o v¶altoz¶ok V IF ¶ert¶ek¶en keresztÄul a szelekci¶os folya-
mat sor¶an nem csak a v¶altoz¶ok kÄozti p¶aronk¶enti k¶aros korrel¶aci¶okra sz}ur.
Ebben a fejezetben megadjuk az algoritmus kiterjeszt¶es¶et GAM keretre, thin
plate spline-ok seg¶³ts¶eg¶evel reprezent¶alva a magyar¶az¶o v¶altoz¶ok fj transzfor-
m¶al¶o fÄuggv¶enyeit.

A Hibrid algoritmus folyamat¶abr¶aj¶at az 1. ¶abr¶aban adjuk meg. C¶elfÄugg-
v¶eny jelen tanulm¶anyban a McFadden-f¶ele ¹R2 mutat¶o.

Az 1. ¶abr¶an l¶athat¶o, hogy a Hibrid algoritmus m}ukÄod¶es¶eben meg}orizzÄuk
a genetikus algoritmus p¶arhuzamos¶³that¶o popul¶aci¶o (a harm¶oniakeres}o algo-
ritmus terminol¶ogi¶aj¶aban mem¶oria) kezel¶es¶et, ¶am az algoritmus keresztez¶es
nev}u rekombin¶aci¶os oper¶ator¶at lecser¶eljÄuk a harm¶oniakeres}o algoritmus val¶o-
sz¶³n}us¶egi alap¶u rekombin¶aci¶os oper¶ator¶ara.

A cser¶ere az¶ert van szÄuks¶eg, mivel a genetikus algoritmus keresztez¶esi
oper¶atora alapvet}oen olyan probl¶em¶ak eset¶en alkalmazhat¶o hat¶ekonyan, ahol
az egyedek min}os¶eg¶et ¶erdemes r¶eszenk¶ent, g¶encsoportonk¶ent jav¶³tani, ¶es az
egyes r¶eszmegold¶asok keresztez¶es¶evel ¶uj megold¶asokat l¶etrehozni. Azonban,
mivel az adatb¶azisok tÄobbs¶eg¶eben a v¶altoz¶ok sorrendje v¶eletlenszer}u,¶³gy ¶alta-
l¶aban nincsenek csak az adott egyed g¶ensorozat¶anak elej¶en vagy v¶eg¶en kiala-
kul¶o megfelel}o g¶enmint¶azatok. R¶aad¶asul egyetlen v¶altoz¶o bev¶etele vagy elha-
gy¶asa a modellb}ol drasztikusan megv¶altoztathatja a c¶elfÄuggv¶enyÄunk ¶ert¶ek¶et.
Teh¶at szÄuks¶egÄunk van az egyedek nagyobb fok¶u v¶eletlens¶eg¶et biztos¶³t¶o rekom-
bin¶aci¶os oper¶atorokra. Ezeket pedig a harm¶oniakeres}o algoritmusb¶ol tudjuk
kÄolcsÄonÄozni.

1. ¶abra. A Hibrid algoritmus folyamat¶abr¶aja. Forr¶as: saj¶at szerkeszt¶es.
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A kor¶abbi mem¶oria ¶atlagosn¶al jobb egyedeib}ol tÄort¶en}o v¶alaszt¶as val¶osz¶³-
n}us¶ege (HMCR az angol harmony memory consideration rate kifejez¶esb}ol)
a fut¶as sor¶an n}o, m¶³g a mut¶aci¶o (m¶odos¶³t¶as) val¶osz¶³n}us¶ege (bw) a fut¶as sor¶an
csÄokken. Ezzel a ¯nomhangol¶assal azt a hat¶ast v¶altjuk ki, hogy az algoritmus
fut¶as¶anak elej¶en min¶el agressz¶³vebb lesz a popul¶aci¶o fennmarad¶o helyeire az
egyedek gener¶al¶asa. Ink¶abb a teljesen ¶uj, v¶eletlen egyed gener¶al¶as¶at, vagy
egy kor¶abbi egyed nagy tartom¶anyban tÄort¶en}o m¶odos¶³t¶ast t¶amogatjuk a ko-
rai szakaszban. Ahogy az algoritmus fut¶asa sor¶an egyre ink¶abb kÄozelebb
kerÄulÄunk az optimumhoz, a keres¶esi t¶er egyre kisebb r¶esz¶et kell bej¶arnunk
az ¶uj egyedek gener¶al¶asa sor¶an. A Hibrid algoritmus korai kil¶ep¶esi felt¶etele
akkor ¶erv¶enyesÄul, ha az utols¶o valah¶any l¶ep¶esben a c¶elfÄuggv¶eny ¶ert¶eke nem
v¶altozik a popul¶aci¶onk legjobb egyed¶enek eset¶eben.

Az 1. ¶abr¶an l¶athat¶o, hogy az algoritmus a v¶altoz¶oszelekci¶os feladat sor¶an
a lehets¶eges megold¶asokat egy m hossz¶u bitsorozat seg¶³ts¶eg¶evel reprezent¶alja.
Teh¶at csak arr¶ol dÄontÄunk, hogy egy v¶altoz¶ot beemeljÄunk-e a modellbe vagy
sem. Az algoritmus akkor alkalmazhat¶o GAM keretben is, ha ez nem v¶altozik.
Amennyiben a v¶altoz¶ora illesztett spline rendj¶et ¶es a szakaszhat¶arokat is meg
kell hat¶arozni, akkor m¶ar Äosszetettebb reprezent¶aci¶o szÄuks¶eges a g¶enek szint-
j¶en. Szerencs¶ere, a 2.1. alfejezetben ismertetett thin plate spline-ok alkal-
maz¶as¶aval az egyedek bin¶aris reprezent¶aci¶oja ¶es a v¶altoz¶oszelekci¶os feladat
keres¶esi tere nem v¶altozik meg a line¶aris esethez k¶epest.

Az algoritmusban azt a technik¶at kÄovetjÄuk, hogy ha egy Xj magyar¶az¶o
v¶altoz¶ot beveszÄunk a GAM modellbe, akkor az alap¶ertelmez¶es szerint kj =
10. Amennyiben Xj ¶ert¶ekk¶eszlete kisebb, akkor kj az Xj magyar¶az¶o v¶altoz¶o
lehets¶eges ¶ert¶ekei sz¶am¶aval lesz egyenl}o. Amennyiben az Augustin et al.
[2012]-f¶ele pr¶ob¶ak p-¶ert¶eke ® = 0;01 alatti, akkor a kj¶ert¶ek¶et 5-Äos¶evel nÄoveljÄuk
addig, am¶³g a v¶altoz¶ohoz megfelel}oen nagy kj-t nem v¶alasztottunk.

Az algoritmusnak nagyon fontos tulajdons¶aga, hogy a v¶altoz¶oszelekci¶o
folyam¶an a concurvity jelens¶eget teljes eg¶esz¶eben sz}urni akarja a modellekb}ol.
Emiatt szeretn¶enk el¶erni, hogy a mem¶oria friss¶³t¶ese sor¶an csak olyan megold¶a-
sokat vigyÄunk ¶at az ¶uj mem¶ori¶aba, melyekre a 2.2. alfejezetben meghat¶arozott
concurvity m¶ert¶ek 0,5 alatti. Az algoritmusban param¶eterk¶ent megadhat¶o,
hogy a meg¯gyelt vagy a pesszimista concurvity m¶ert¶ekre vonatkozzon-e ez
a korl¶at. Ha az i-edik egyed teljes¶³ti a korl¶atot minden v¶altoz¶ora, akkor a
Ci bin¶aris v¶altoz¶o 1 ¶ert¶eket vesz fel, egy¶ebk¶ent 0-t. Tov¶abb¶a az is szempont,
hogy olyan modelleket prefer¶aljunk, amikben csak olyan v¶altoz¶ok szerepelnek,
amelyek spline fÄuggv¶eny¶eben elutas¶³thatjuk az ®j = 0 nullhipot¶ezist. A
megadott nullhipot¶ezis tesztel¶es¶ere Marra { Wood [2011] ad meg egy Â2-
pr¶ob¶at, az algoritmusban ezt alkalmazzuk. Ha a felhaszn¶al¶o ¶altal megadott
szigni¯kanciaszinten minden v¶altoz¶ora elutas¶³that¶o az ®j = 0 nullhipot¶ezis
az i-edik egyedben, akkor Si bin¶aris v¶altoz¶o 1 ¶ert¶eket vesz fel, egy¶ebk¶ent 0-t.

Technikailag a korl¶atok be¶ep¶³t¶ese ¶ugy val¶osul meg, hogy amikor a mem¶oria
friss¶³t¶ese sor¶an kiv¶alogatjuk az ¶atlagosn¶al jobb egyedeket az aktu¶alis mem¶o-
ri¶ab¶ol, akkor a mem¶oria ¶atlagos c¶elfÄuggv¶eny ¶ert¶ek¶ere a (7) formul¶aval adott
s¶ulyozott ¶atlagot alkalmazzuk, ¶es csak olyan i egyed min}osÄulhet ¶atlagosn¶al
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jobb egyednek, amire Ci = Si = 1.

¹R2
M =

PN
i=1

¹R2
i ¢ Ci ¢ SiPN

i=1 Ci ¢ Si

; (7)

ahol N a mem¶oria m¶eret¶et, ¹R2
i az i-edik egyed c¶elfÄuggv¶eny ¶ert¶ek¶et jelÄoli.

Amennyiben
PN

i=1 Ci ¢ Si = 0, akkor ¹R2
M egyszer}uen az ¹R2

i ¶ert¶ekek sz¶amta-
ni kÄozepe, ¶es minden aktu¶alis mem¶ori¶aban l¶ev}o egyed min}osÄulhet ¶atlagosn¶al
jobb egyednek.

Fontos ¶eszrevenni, hogy az algoritmusba ¶ep¶³tett korl¶atok miatt kÄonnyen
el}ofordulhat, hogy a v¶eletlenszer}uen gener¶alt kezdeti mem¶ori¶aban nem lesz
olyan egyed, amit tov¶abbengedÄunk az ¶uj mem¶ori¶aba a friss¶³t¶es sor¶an ¶es meg-
felel a Ci = Si = 1 korl¶atoknak. ¶Igy kÄonnyen lehet, hogy tÄobb gener¶aci¶oig
tart, m¶³g tal¶alunk olyan megold¶asokat, amelyek minden korl¶atot kiel¶eg¶³tenek.
Teh¶at az algoritmus fut¶asideje a kezdeti mem¶oria min}os¶eg¶et}ol fÄugg. Emi-
att ¶erdemes lehet az algoritmust vagy nagy mem¶oriam¶erettel futtatni, vagy
¶ugy, hogy egy fut¶asid}oben kÄonnyen kezelhet}o mem¶oriam¶eretet v¶alasztunk, ¶es
tÄobbszÄor lefuttatjuk az algoritmust egy alacsonyabb maxim¶alis gener¶aci¶osz¶am
mellett. A tÄobb fut¶asi eredm¶eny legjobb c¶elfÄuggv¶eny¶ert¶ekkel rendelkez}o meg-
old¶as¶at tekintjÄuk optimumnak. Mint az 5. fejezetben l¶atni fogjuk, az ut¶obbi
strat¶egia kimondottan j¶ol m}ukÄodik nagyobb m¶eret}u adatb¶azisok eset¶eben.

5 Numerikus eredm¶enyek k¶et val¶os adatb¶azi-
son

A Hibrid algoritmus Äosszevet¶ese a mRMR ¶es HSIC-Lasso algoritmusokkal k¶et
val¶os adatb¶azison tÄort¶enik.

Az els}o adatb¶azis forr¶asa Yeh [1998], ¶es 1030 db betongerenda 9 ism¶erv¶et
tartalmazza. Feladatunk a gerend¶ak nyom¶oszil¶ards¶ag¶anak becsl¶ese a geren-
d¶ak h¶et Äosszetev}oje ¶es a koruk fÄuggv¶eny¶eben. A v¶altoz¶oszelekci¶os feladat kicsi
(m = 8), ¶³gy a glob¶alis optimum kÄonnyen megadhat¶o a lehets¶eges magyar¶az¶o
v¶altoz¶ok Äosszes r¶eszhalmaz¶anak legener¶al¶as¶aval. Az adatb¶azis haszn¶alat¶anak
a c¶elja, hogy megvizsg¶aljuk, hogy az ismert glob¶alis optimumot milyen hat¶e-
konys¶aggal azonos¶³tj¶ak a vizsg¶alt algoritmusok.

A m¶asodik vizsg¶alt adatb¶azisban az a feladatunk, hogy egy tajvani bank
Äugyfeleire becsÄuljÄuk meg, hogy az Äugyf¶el a lek¶erdez¶es id}opontj¶at¶ol sz¶am¶³tott
1 h¶onapos id}otartamon belÄul cs}odÄot fog-e jelenteni hitelk¶artya ad¶oss¶ag¶ara.
Az adatb¶azis 30 000 rekordot tartalmaz, 26 lehets¶eges magyar¶az¶o v¶altoz¶oval
a kategorikus v¶altoz¶ok dummy k¶odol¶asa ut¶an. Az adatok forr¶asa Yeh { Lien
[2009]. A v¶altoz¶oszelekci¶os feladat jelen esetben az Äosszes r¶eszhalmaz gener¶a-
l¶as¶aval m¶ar nem oldhat¶o meg, az alkalmazott algoritmusok legjobb modelljeit
csak Äonmagukban tudjuk vizsg¶alni, nincs referenciapont.

A k¶et vizsg¶alt adatb¶azis v¶altoz¶oinak list¶aj¶at az 1. t¶abl¶azat tartalmazza.



102 Kov¶acs L¶aszl¶o

Betongerend¶ak adatb¶azis v¶altoz¶oi
Cement { a betongerenda cementtartalma kg/m3-ben
BlastFurnaceSlag { a betongerenda salaktartalma kg/m3-ben
FlyAsh { a betongerenda pernyetartalma kg/m3-ben
Water { a betongerenda v¶³ztartalma kg/m3-ben
Superplasticizer { a betongerenda foly¶os¶³t¶oanyag-tartalma kg/m3-ben
CoarseAggregate { a betongerenda durva aggreg¶atumtartalma kg/m3-ben
FineAggregate { a betongerenda ¯nom aggreg¶atumtartalma kg/m3-ben
Age { a betongerenda kora napokban = gy¶art¶ast¶ol eltelt napok sz¶ama
CompressiveStrength { a betongerenda nyom¶oszil¶ards¶aga MegaPascalban

Banki Äugyfelek adatb¶azis v¶altoz¶oi
LIMIT BAL { Az Äugyf¶el hitelkerete a k¶arty¶aj¶an (ezer tajvani doll¶arban)
SEX { Az Äugyf¶el neme (f¶er¯; n}o)
EDUCATION { Iskolai v¶egzetts¶eg (1 = ¶altal¶anos iskola; 2 = ¶eretts¶egi;
3 = egyetem; 4 = egy¶eb)

MARRIAGE { Csal¶adi ¶allapot (1 = h¶azas; 2 = egyedÄul¶all¶o; 3 = egy¶eb)

AGE { ¶Eletkor (¶evekben)
PAY X { az Äugyf¶el tÄorleszt¶esi st¶atusza, a lek¶erdez¶es el}ott X h¶onappal
X 2 f0; 2; 3; 4; 5; 6g (-1 = egy h¶onap t¶ul¯zet¶es; 0 = pontos ¯zet¶es;
1 = egy h¶onapnyi k¶esedelem; 2 = 2 h¶onap k¶esedelem stb.)

BILL AMTX { A fenn¶all¶o k¶artyatartoz¶as Äosszege (ezer tajvani doll¶arban),
X h¶onappal a lek¶erdez¶es el}ott X 2 f1; 2; 3; 4; 5; 6g

PAY AMTX { A lek¶erdez¶es el}ott X h¶onappal ¯zetett tÄorleszt}or¶eszlet Äosszege
(ezer tajvani doll¶arban) X 2 f1; 2; 3; 4; 5; 6g

default nextMonth (1 = az Äugyf¶el cs}odÄot jelentett hitelk¶artya ad¶oss¶ag¶ara egy
h¶onappal az adatgy}ujt¶es ut¶an; 0 = az Äugyf¶el nem jelentett cs}odÄot hitelk¶artya
ad¶oss¶ag¶ara egy h¶onappal az adatgy}ujt¶es ut¶an)

1. t¶abl¶azat. A vizsg¶alt adatb¶azis v¶altoz¶oi, az eredm¶enyv¶altoz¶o d}olttel jelÄolve.
Forr¶as: saj¶at szerkeszt¶es.

Az adatb¶azisokon minim¶alis adattiszt¶³t¶asi l¶ep¶eseket kellett elv¶egezni. A
betongerend¶ak eset¶eben az adatb¶azis tartalmazott kil¶og¶oan Äoreg gerend¶akat.
Ezeket elt¶avol¶³tottuk az elemz¶esb}ol, ¶³gy 916 meg¯gyel¶es maradt.

A banki Äugyf¶eladatb¶azisban Yeh { Lien [2009] alapj¶an meg¶allap¶³thattuk,
hogy magas a hib¶asan k¶odolt kategorikus v¶altoz¶okkal rendelkez}o Äugyfelek
sz¶ama. A MARRIAGE v¶altoz¶oban 0, m¶³g EDUCATION v¶altoz¶oban 0, 5, 6
¶erv¶enytelen k¶odok fordultak el}o. A Tukey-f¶ele kÄuls}o ker¶³t¶esek BILL AMT4-
ben felfel¶e extr¶em kil¶og¶o ¶ert¶ekeket, m¶³g a BILL AMT6 v¶altoz¶o eset¶eben le-
fel¶e kil¶og¶o ¶ert¶ekeket (teh¶at extr¶em magas t¶ul¯zet¶ese van az Äugyf¶elnek a tÄor-
leszt}or¶eszleteire) jeleztek, amiket lesz}urtÄunk az adatb¶azisb¶ol. Ezzel 22 165
meg¯gyel¶esÄunk maradt.

Mindk¶et megtiszt¶³tott adatb¶azist 70%-30% ar¶anyban osztottuk fel tan¶³t¶o-
¶es tesztmint¶akra. Az esetleges keresztvalid¶aci¶ok mindig a teljes tan¶³t¶o adat-
b¶azison tÄort¶entek. Az adattiszt¶³t¶asi l¶ep¶esek ¶es a vizsg¶alt algoritmusok imple-
ment¶al¶asa ¶es futtat¶asa az R 3.5.3 verzi¶oj¶aban tÄort¶ent. Ez al¶ol kiv¶etelt k¶epez a
HSIC-Lasso algoritmus, aminek jelenleg csak Python implement¶aci¶oja l¶etezik
(Climente-Gonz¶alez et al. [2019]). Ez ut¶obbi implement¶aci¶ot a Repl.it online
fejleszt}okÄornyezetben futtattuk. A GAM modellek becsl¶es¶et az R mgcv cso-
magj¶aval v¶egeztÄuk el (Wood [2017]), m¶³g az mRMR algoritmust az R mRMRe
csomagj¶anak seg¶³ts¶eg¶evel alkalmaztuk (De Jay et al. [2013]). A Hibrid algo-
ritmus eset¶en a concurvity korl¶atot a pesszimista m¶ert¶ek alapj¶an vizsg¶aljuk,
¶es az ®j = 0 nullhipot¶ezis vizsg¶alat¶ahoz v¶alasztott szigni¯kancia-szint 5%. Az
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elk¶eszÄult tan¶³t¶o- ¶es tesztmint¶ak (Rda form¶atumban), R szkriptf¶ajlok ¶es fut¶a-
si eredm¶enyek a https://github.com/KoLa992/Hybrid-algorithm-for-GAMs
linken tal¶alhat¶ok meg mindk¶et adatb¶azisra.2

5.1 A betongerend¶ak adatb¶azis eredm¶enyei

Az adatb¶azisban a c¶elv¶altoz¶o folytonos ¶es kÄozel norm¶alis eloszl¶as¶u (Yeh [1998]).
Ezzel a GAM link fÄuggv¶eny¶enek az identit¶as alkalmazhat¶o. A modellek ¶ert¶e-
kel¶es¶ehez egyszer}uen a tesztmint¶an m¶ert R2 = cor(Y; Ŷ ) ¶ert¶eket haszn¶alhat-
juk. A glob¶alis optimum ismert. Azon modellek kÄozÄul, melyekre Ci = Si = 1,
a maxim¶alis R2 ¶ert¶eket a tesztmint¶an a Cement + Blast Furnace Slag + Wa-
ter + Age v¶altoz¶okombin¶aci¶o adja.

A Hibrid algoritmust a v¶eletlen elemei miatt 30-szor futtatjuk le az adat-
b¶azison. A mem¶oria m¶erete 15, az indul¶o HMCR 0,2 ¶es az indul¶o mut¶aci¶os
(bw) val¶osz¶³n}us¶eg 0,9. A maxim¶alis l¶ep¶essz¶am szint¶en 15, mivel az Äosszes
lehets¶eges eset sz¶ama 28 = 256. Amennyiben kb. 15 £ 15 = 225 modell3

megvizsg¶al¶as¶aval nem tal¶aljuk meg a glob¶alis optimumot, akkor m¶ar feles-
leges tov¶abb folytatni az iter¶aci¶okat. A korai kil¶ep¶es v¶altozatlan legjobb
c¶elfÄuggv¶enyre vonatkoz¶o felt¶etele 5. A Hibrid algoritmus ¶altal legtÄobbszÄor
(12/30 = 0,4 = 40%) adott megold¶as a glob¶alis optimum.

A vizsg¶alt algoritmusok megold¶asai a 2. t¶abl¶azatban tal¶alhat¶ok. Az mRMR
algoritmus eset¶eben felhaszn¶aljuk azt az a priori tud¶ast, hogy a glob¶alis op-
timumban j ~Xj = 4.

K i v ¶a l a s z t o t t v ¶a l t o z ¶o k Concurvity Maxim¶alis R2

Algoritmus neve sz¶ama korl¶atot s¶ert}o concurvity (Teszt)
v¶altoz¶ok m¶ert¶ek %

mRMR Cement, BlastFurnaceSlag, 4 - 0,4876 81,580
Superplasticizer, Age

HSIC-Lasso Cement, BlastFurnaceSlag, 5 Water, 0,8656 86,382
Water, Superplasticizer, Age Superplasticizer

Hibrid alg. Cement, BlastFurnaceSlag, 4 - 0,4233 84,363
Water, Age

2. t¶abl¶azat. A vizsg¶alt algoritmusok eredm¶enyei a betongerend¶ak adatb¶azison. Forr¶as: saj¶at
szerkeszt¶es.

L¶athat¶o, hogy a HSIC-Lasso megold¶asa nem teljes¶³ti a concurvity korl¶ato-
kat. A korl¶atokat a Water ¶es a Superplasticizer v¶altoz¶ok s¶ertik meg. Ennek az
oka, hogy az ¶ep¶³t}oipari betongerend¶akban felhaszn¶alt foly¶os¶³t¶oanyag (Super-
plasticizer) mennyis¶ege a v¶³z/cement ar¶any fÄuggv¶enye (Muhit [2013] ¶es Plank
et al. [2009]). Teh¶at a Superplasticizer v¶altoz¶o nagy pontoss¶aggal kÄozel¶³thet}o
a Cement ¶es a Water v¶altoz¶ok tÄobbv¶altoz¶os fÄuggv¶enyek¶ent. Ezt a jelens¶eget
a HSIC-Lasso algoritmus ¯gyelmen k¶³vÄul hagyja, mivel a magyar¶az¶o v¶altoz¶ok
kÄozti redundanci¶at csak p¶aronk¶ent sz}uri. Ellenben a Hibrid algoritmus a con-
curvity jelens¶eget kÄozvetlenÄul sz}uri. Ezzel pedig meg tudja sz}urni a szelekci¶o

2A futtat¶ashoz haszn¶alt hardver kon¯gur¶aci¶o: Intel Core i7-8750H 2,20 GHz processzor,
8 GB 2666 MHz DDR4 RAM.

3Nem sz¶amolva a legjobb modellek ism¶etl}od¶es¶evel az egyes popul¶aci¶ok kÄozÄott.
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v¶eg¶en kapott v¶altoz¶ohalmazt a k¶aros tÄobbv¶altoz¶os egyÄuttmozg¶asokt¶ol. Jelen
esetben, mivel az mRMR eset¶eben felhaszn¶aljuk azt az a priori tud¶ast, hogy
a glob¶alis optimumban j ~Xj = 4, ¶³gy az algoritmus v¶egs}o megold¶as¶aban nem
jelentkezik k¶aros concurvity jelens¶eg, hi¶aba sz}uri a magyar¶az¶o v¶altoz¶ok re-
dundanci¶aj¶at ez az algoritmus is csak p¶aronk¶ent. Ellenben a megold¶as R2

¶ert¶eke elmarad a glob¶alis optimumt¶ol, ¶es a legmagasabb concurvity m¶ert¶ek is
magasabb, mint a Hibrid algoritmus ¶altal azonos¶³tott optim¶alis megold¶asban.

A betongerend¶ak adatb¶azis kis m¶erete lehet}os¶eget ad a Hibrid algoritmus
param¶etereinek ¯nomhangol¶as¶ahoz. Az algoritmus a glob¶alis optimumot a 30
futtat¶as ¶atlag¶aban az Äosszes lehet}os¶eg 39%-¶anak ¶atvizsg¶al¶as¶aval meg tudja
tal¶alni, ha a korai kil¶ep¶esi felt¶etellel ¶all le az algoritmus. Ha azt felt¶etelezzÄuk,
hogy ahol az algoritmus nem tal¶alja meg 15 gener¶aci¶ob¶ol az optimumot, ott
mind a 256 modellt meg kell vizsg¶alni, akkor azt mondhatjuk, hogy a Hibrid
algoritmus ¶atlagosan az Äosszes lehet}os¶eg 75%-nak ¶atvizsg¶al¶as¶aval meg tud-
ja tal¶alni a glob¶alis optimumot. Ezen a param¶eterek ¶all¶³t¶as¶aval lehet m¶eg
jav¶³tani.

Az algoritmusban a 3. t¶abl¶azatban szerepl}o param¶eterek ceteris paribus
optimaliz¶al¶as¶at v¶egezzÄuk el.

Param¶eter Optim¶alis ¶ert¶ek
Mem¶oria (Popul¶aci¶o) m¶erete 20
Indul¶o HMCR val¶osz¶³n}us¶eg 5%
Indul¶o mut¶aci¶os (bw) val¶osz¶³n}us¶eg 90%
Maxim¶alis HMCR val¶osz¶³n}us¶eg 35%
Minim¶alis mut¶aci¶os (bw) val¶osz¶³n}us¶eg 10%

3. t¶abl¶azat. A Hibrid algoritmus optimaliz¶alt param¶eterei
a betongerend¶ak adatb¶azison. Forr¶as: saj¶at szerkeszt¶es.

A vizsg¶alat sor¶an maxim¶alis l¶ep¶essz¶amot mindig ¶ugy ¶all¶³tjuk be, hogy az
Äosszes lehet}os¶eg kb. 75-78%-nak ¶atvizsg¶al¶asa ut¶an ¶alljon le az algoritmus. A
korai kil¶ep¶es felt¶etele nem v¶altozik. Ez a 256 lehets¶eges r¶eszhalmaz eset¶en
kb. 192-200 modell megvizsg¶al¶as¶at jelenti4.

Az adott param¶eter¶ert¶ek hat¶ekonys¶ag¶at ¶ugy m¶erjÄuk, hogy megvizsg¶aljuk,
30 futtat¶asb¶ol h¶anyszor tal¶alja meg az algoritmus a glob¶alis optimumot vagy
a m¶asodik legjobb megold¶ast. A m¶asodik legjobb megold¶asban is a pesszi-
mista concurvity m¶ert¶ekek maximuma 0,461. Tesztmint¶an R2 = 81; 555%
(az mRMR megold¶assal gyakorlatilag egy szinten van). A tÄobbi vizsg¶alt
algoritmussal Äosszevetve ekkor is m¶eg mindig haszn¶alhat¶o eredm¶enyt kapunk:
nem jelent}osen alacsonyabb az R2, ¶es nincs k¶aros concurvity jelens¶eg.

A 3. t¶abl¶azat eredm¶enyei alapj¶an elmondhat¶o, hogy a Hibrid algoritmus-
ban a teljesen v¶eletlen ¶uj egyed gener¶al¶asra ¶erdemes nagyobb s¶ulyt helyezni,
de nem ¶erdemes teljesen elhagyni a mem¶ori¶ab¶ol tÄort¶en}o kontroll¶alt egyedgene-
r¶al¶ast sem (5-r}ol 35%-ig emelhet}o a HMCR). Ezt a meg¯gyel¶est t¶amasztja
al¶a az a t¶eny is, hogy a mem¶ori¶ab¶ol tÄort¶en}o ¶uj egyed el}o¶all¶³t¶as eset¶en is
¶erdemes az algoritmus els}o l¶ep¶eseiben magas mut¶aci¶os (bw) val¶osz¶³n}us¶eget

4Term¶eszetesen a legjobb egyedek ÄorÄok¶³t¶ese miatt a val¶os¶agban enn¶el valamivel kevesebb
kÄulÄonbÄoz}o modellt vizsg¶al meg a Hibrid algoritmus.
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alkalmazni (90%), ¶am az indul¶o ¶ert¶ek nagyon alacsonyra (10%) csÄokkent¶ese
az iter¶aci¶ok sor¶an szint¶en ki¯zet}od}o.

Tov¶abbi fontos tapasztalat, hogy az optim¶alis param¶eterek alkalmaz¶asa
mellett a futtat¶asok valamivel tÄobb, mint harmad¶aban (12/30 esetben) ¶ugy
tal¶alja meg az algoritmus a glob¶alis optimumot vagy a m¶asodik legjobb meg-
old¶ast, hogy ez a megold¶as m¶ar az algoritmus 5. iter¶aci¶oja el}ott a mem¶ori¶aba
kerÄult (20-as mem¶oriam¶eret mellett). Azaz a keres¶esi t¶ernek kb. 5¢20

28 ¼ 0;4
r¶esz¶et vizsg¶alja csak ¶at az algoritmus, mire megtal¶alja a k¶et legjobb megold¶as
egyik¶et. A tapasztalat ¶³gy arra enged kÄovetkeztetni, hogy el}onyÄosebb a 4. fe-
jezetben alkalmazott m¶asodik strat¶egi¶at alkalmazni a kezdeti mem¶ori¶ak rosz-
szabb min}os¶eg¶enek kezel¶es¶ere: egy fut¶asid}oben kÄonnyen kezelhet}o mem¶oria-
m¶eretet v¶alasztunk, ¶es tÄobbszÄor lefuttatjuk az algoritmust egy alacsonyabb
maxim¶alis gener¶aci¶osz¶am mellett.

Az optim¶alis param¶eterek ceteris paribus keres¶es¶enek r¶eszletes eredm¶enyei
a mell¶ekletekben tal¶alhat¶ok meg.

5.2 A banki Äugyfelek adatb¶azis eredm¶enyei

Az adatb¶azisban a c¶elv¶altoz¶o Bernoulli eloszl¶as¶u (Yeh { Lien [2009]), ¶³gy a
GAM link fÄuggv¶enye a logit, ¶es modellek ¶ert¶ekel¶es¶ehez a tesztmint¶an m¶ert
ROC gÄorbe alatti terÄuletet (AUC) haszn¶aljuk.

Jelen adatb¶azison a glob¶alis optimum nem ismert. Meghat¶arozni nem
is lehet az Äosszes lehets¶eges r¶eszhalmaz meghat¶aroz¶as¶aval, mivel egy ¶atlagos
modell kisz¶am¶³t¶as¶anak kÄolts¶ege magas. 100 v¶eletlenszer}u egyedet (v¶altoz¶o-
kombin¶aci¶ot) szimul¶alva egy modell ¶atlagos kisz¶am¶³t¶asi idej¶enek 95%-os als¶o
kon¯dencia-intervalluma 0,35 perc. Ezzel sz¶amolva a 226 lehets¶eges megold¶as

gener¶al¶as¶ahoz 95%-os megb¶³zhat¶os¶aggal v¶arhat¶oan legal¶abb 0;35¢226

60¢24¢365;25 =
44;72 ¶ev szÄuks¶eges. A szimul¶aci¶o sor¶an r¶aad¶asul alkalmazzuk Wood et al.
[2015] javaslat¶at, ¶es egy GAM kisz¶am¶³t¶as¶at p¶arhuzamos¶³tjuk a (2)-ben sze-
repl}o UkjDkj m¶atrixok QR dekompoz¶³ci¶oj¶anak seg¶³ts¶eg¶evel.

Egy modell kisz¶am¶³t¶as¶at megk¶³s¶erelhetjÄuk tov¶abb gyors¶³tani azzal, hogy
nem a teljes tan¶³t¶o adatb¶azison, hanem csak egy FAE m¶odon kiv¶alasztott
r¶eszhalmaz¶an v¶egezzÄuk el a sz¶am¶³t¶ast. A r¶eszhalmaz m¶eret¶enek szigni¯k¶ansan
kisebbnek kell lennie a tan¶³t¶o adatb¶azis m¶eret¶en¶el, hogy a fut¶asid}ot jav¶³tsa,
¶am kell}oen nagynak kell lennie ahhoz, hogy a modell jellemz}oi ne t¶erjenek
el jelent}osen a teljes tan¶³t¶o adatb¶azisra sz¶amolt ¶ert¶ekekt}ol. Jelen esetben
n = 5000-et alkalmazunk. Ekkor 100 v¶eletlen minta gener¶al¶asa ut¶an azt
tapasztaljuk, hogy a teljes, minden v¶altoz¶ot tartalmaz¶o modell McFadden-
f¶ele korrig¶alt R-n¶egyzet ¶ert¶ek¶enek mintav¶eteli eloszl¶asa N(0;217; 0;011). A
Shapiro-Wilk normalit¶asteszt p-¶ert¶eke 0;9125-nek ad¶odik. A teljes tan¶³t¶o
adatb¶azison ¹R2 = 0;217. Teh¶at 95%-os val¶osz¶³n}us¶eggel egy 5000 elem}u
almint¶an fel¶ep¶³tett GAM ¹R2 ¶ert¶eke legfeljebb csak 2 ¢ 0;011 = 0;022-vel
fog elt¶erni a teljes tan¶³t¶o adatb¶azison sz¶am¶³tott modell ¹R2 ¶ert¶ek¶et}ol. Egy
n = 5000 alminta alkalmaz¶asa eset¶en egy modell ¶atlagos kisz¶am¶³t¶asi idej¶enek
95%-os als¶o kon¯dencia-intervalluma 0,207 perc. Egy modell kisz¶am¶³t¶asa to-
v¶abbra is p¶arhuzamos¶³tott. Ezzel sz¶amolva az Äosszes lehets¶eges megold¶as
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el}o¶all¶³t¶as¶ahoz 26,46 ¶ev szÄuks¶eges.

A r¶eszhalmazok ¶atvizsg¶al¶as¶at tov¶abb gyors¶³thatjuk azzal, hogy nem egy
modell kisz¶am¶³t¶as¶at p¶arhuzamos¶³tjuk, hanem tÄobb r¶eszhalmazhoz tartoz¶o
modellt sz¶am¶³tunk ki egyszerre p¶arhuzamosan. Egy ilyen p¶arhuzamos¶³t¶ast
az R foreach (Weston [2019a]) ¶es doParallel (Weston [2019b]) csomagjainak
seg¶³ts¶eg¶evel tudunk implement¶alni. Ez a megold¶as a 100 szimul¶alt egyed teljes
kisz¶am¶³t¶asi idej¶et az n = 5000 elem}u almint¶an tapasztalt 21,373 percr}ol 3,374
percre csÄokkenti. Ezzel v¶arhat¶oan az Äosszes lehets¶eges megold¶as gener¶al¶as¶ahoz
szÄuks¶eges id}o 4,18 ¶evre csÄokken. Ez jelent}os csÄokken¶es, ¶am m¶eg ¶³gy sem re¶a-
lis, hogy bel¶athat¶o id}on belÄul meg tudjuk tal¶alni a v¶altoz¶oszelekci¶os feladat
glob¶alis optimum¶at. R¶aad¶asul a fut¶asid}o nyeres¶eget biztosan t¶ul is becsÄuljÄuk,
hiszen 100 egyed p¶arhuzamos kisz¶am¶³t¶asa kÄonnyebben megoldhat¶o, mint pl.
10 000 egyed p¶arhuzamos kisz¶am¶³t¶asa.

A 100 szimul¶alt egyed eset¶en vizsg¶alt GAM modell sz¶am¶³t¶asb¶ol a legfon-
tosabb tanuls¶ag, hogy jobban ki¯zet}odik tÄobb egyedhez tartoz¶o modell egy-
szerre tÄort¶en}o kisz¶am¶³t¶asa, mint egy modell kisz¶am¶³t¶as¶anak p¶arhuzamos¶³t¶asa.
Ezt a tapasztalatot tudjuk hasznos¶³tani a Hibrid algoritmus implement¶aci¶o-
jakor jelen feladatra. A 4. fejezetben bemutattuk, hogy a Hibrid algoritmus a
genetikus algoritmusb¶ol ÄorÄokÄolt egyedkezel¶ese miatt k¶epes a mem¶ori¶aban l¶ev}o
megold¶asok p¶arhuzamos¶³tott kisz¶am¶³t¶as¶ara. Ezen k¶³vÄul a fut¶asid}ot tov¶abb
gyors¶³tjuk egy n = 5000 elem}u alminta alkalmaz¶as¶aval is.

A betongerend¶ak adatb¶azison szerzett tapasztalatokat is tudjuk hasznos¶³-
tani a Hibrid algoritmus implement¶aci¶oja sor¶an. Mivel az algoritmus gyakran
tal¶al egy el¶eg j¶o megold¶ast a kezdeti iter¶aci¶okban, ¶³gy a konkr¶et k¶³s¶erletÄunk-
ben 60 elem}u popul¶aci¶oval dolgozunk, ¯xen 6 iter¶aci¶on keresztÄul. Az algorit-
mus futtat¶as¶at 5-szÄor ism¶eteljÄuk meg, ¶es kiv¶alasztjuk a legjobb modellt. A
HMCR ¶es mut¶aci¶os val¶osz¶³n}us¶egek be¶all¶³t¶asaihoz a betongerend¶ak adatb¶a-
zison tapasztalt legjobb be¶all¶³t¶asokat alkalmazzuk. A HMCR val¶osz¶³n}us¶eg
5%-r}ol n}o a 6 iter¶aci¶o sor¶an 35%-ra, m¶³g a mut¶aci¶os (bw) val¶osz¶³n}us¶eg 90%-r¶ol
csÄokken 10%-ra. Ezen param¶eterek mellett futtatjuk le a Hibrid algoritmust
20-szor ¶es vizsg¶altuk meg az eredm¶enyÄul kapott modelleket ¶es fut¶asid}oket.

A 20 futtat¶as ¶atlagos fut¶asideje 2,45 ¶ora, 0,25 ¶ora sz¶or¶assal. A 20 ered-
m¶enyb}ol mindegyik megold¶as megfelel a concurvity ¶es szigni¯kancia korl¶a-
toknak. Tov¶abb¶a, csak 3 esetben azonos¶³thatunk olyan modellt, aminek a
tan¶³t¶o mint¶an m¶ert ¹R2 ¶ert¶eke jelent}osen elt¶er a teljes modell 0,217-es ¶ert¶ek¶et}ol
(jelent}os elt¶er¶esnek a 0,19-n¶el kisebb ¹R2-eket vesszÄuk). A 20 futtat¶as sor¶an
tal¶alt legjobb megold¶asban ¹R2 = 0;209, ¶es 3 v¶altoz¶ot haszn¶al: LIMIT BAL,
PAY 0 ¶es PAY AMT3. A kiv¶alasztott v¶altoz¶ok hat¶asai a hitelk¶artyacs}od
val¶osz¶³n}us¶eg¶enek logit transzform¶altj¶ara a 2. ¶abr¶an tal¶alhat¶ok.

A 20 futtat¶as sor¶an tapasztalt legjobb modell eredm¶enyeit vetjÄuk Äossze
a teszt adatb¶azison az mRMR ¶es HSIC-Lasso algoritmusok eredm¶enyeivel.
Ezen k¶³vÄul benchmarkk¶ent alkalmazunk a feladatra dÄont¶esi fa ¶es v¶eletlen
erd}o modelleket is. A dÄont¶esi f¶at az rpart R csomaggal (Therneau { Atkin-
son [2018]), m¶³g a v¶eletlen erd}ot a caret R csomaggal (Recurvive Feature
Elimination, RFE v¶altoz¶oszelekci¶oval kombin¶alva) (Kuhn et al. [2019]) im-
plement¶altuk.
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2. ¶abra. A Hibrid algoritmus v¶egs}o modellj¶eben a magyar¶az¶o v¶altoz¶okra illesztett spline
fÄuggv¶enyek a banki Äugyfelek adatb¶azison, 95%-os kon¯denciaintervallummal.

Forr¶as: saj¶at szerkeszt¶es.

A fut¶asid}ok Äosszehasonl¶³that¶os¶aga miatt minden alkalmazott m¶odszert
20-szor futtatunk, ¶es az adatb¶azis nagyobb m¶erete miatt vizsg¶aljuk a fut¶as-
id}ok ¶atlag¶at ¶es sz¶or¶as¶at is az eredm¶enyÄul kapott modellek teszt adatb¶azison
m¶ert AUC ¶ert¶eke mellett. Az eredm¶enyeket a 4. t¶abl¶azat tartalmazza.

Algoritmus Kiv¶alasztott v¶altoz¶ok Concurvity Maxim¶alis AUC F u t ¶a s i d }o k
neve sz¶ama korl¶atot s¶ert}o concurvity (Teszt) ¶atlaga sz¶or¶asa

v¶altoz¶ok m¶ert¶ek (perc) (perc)

AGE,
mRMR PAY 0+2+5, 6 PAY 2 0,8729 0,7441 1,629 0,035

PAY AMT1+6

AGE
HSIC-Lasso PAY 0+2+ 5 PAY 0+2+3 0,9038 0,7409 0,446 0,048

3+4

LIMIT BAL
Hibrid alg. PAY 0, 3 - 0,2267 0,7488 147,257 15,079

PAY AMT3

DÄont¶esi fa PAY 0 1 - - 0,6413 0,0127 0,0004

LIMIT BAL,
PAY 0+2+

V¶eletlen 3+4+5+6,
erd}o mindegyik 26 BILL AMT1+ 0,9834 0,7562 132,543 0,758
(RFE szel.) 2+3+4+5+6,

PAY AMT1+
2+3+4+5+6,

4. t¶abl¶azat. A vizsg¶alt algoritmusok eredm¶enyei a banki Äugyfelek adatb¶azison. Forr¶as: saj¶at
szerkeszt¶es.



108 Kov¶acs L¶aszl¶o

A 4. t¶abl¶azat alapj¶an elmondhat¶o, hogy a v¶eletlen erd}o algoritmusban
nem ki¯zet}od}o v¶altoz¶oszelekci¶ot v¶egezni, ¶es ez az algoritmus adja a legjobb
teljes¶³tm¶enyt a tesztadatokon. Azonban a szelekt¶alt GAM-ok nem maradnak
el jelent}osen a v¶eletlen erd}o teljes¶³tm¶eny¶et}ol, ¶es l¶enyegesen kevesebb magya-
r¶az¶o v¶altoz¶ot haszn¶alnak fel a hasonl¶o pontoss¶ag el¶er¶es¶ehez. A dÄont¶esi fa
modell t¶ul takar¶ekos, csak egy magyar¶az¶o v¶altoz¶ot haszn¶al fel, ¶³gy a teljes¶³t-
m¶enye l¶atv¶anyosan elmarad a tÄobbi vizsg¶alt modellt}ol.

Meg¯gyelhetjÄuk, hogy a PAY 0 v¶altoz¶ot (Äugyf¶el tÄorleszt¶esi st¶atusza a
lek¶erdez¶es h¶onapj¶aban) mindegyik modellben ¶erdemes szerepeltetni, ¶am a
v¶altoz¶o ¶ert¶eke kor¶abbi id}oszakokban m¶ar redundanci¶at (¶³gy a concurvity
korl¶atok megs¶ert¶es¶et) okoz a modellekben. Ennek oka, hogy a ¯zet¶esi st¶atusz
a lek¶erdez¶es h¶onapj¶aban j¶ol kÄozel¶³thet}o a kor¶abbi h¶onapok ¯zet¶esi st¶atusz¶anak
tÄobbv¶altoz¶os fÄuggv¶eny¶evel. Azaz a lek¶erdez¶es h¶onapj¶anak ¯zet¶esi st¶atusza a
kor¶abbi h¶onapok ¯zet¶esi st¶atusz¶ara vonatkoz¶o inform¶aci¶ot is mag¶aban hor-
dozza,¶³gy ezek szerepeltet¶ese a modellben nem csÄokkenti ¶erdemben a cs}odese-
m¶eny el}orejelz¶es¶enek bizonytalans¶ag¶at. Ezt a jelens¶eget a redundanci¶at csak
p¶aronk¶ent vizsg¶al¶o mRMR ¶es HSIC-Lasso algoritmusok nem detekt¶alj¶ak. Az
mRMR algoritmus modellj¶eben a PAY 2 v¶altoz¶o j¶ol kÄozel¶³thet}o a PAY 0 ¶es
PAY 5 v¶altoz¶ok k¶etv¶altoz¶os fÄuggv¶enyek¶ent. Ez egy ¶erthet}o jelens¶egnek t}unik,
hiszen a lek¶erdez¶es el}ott 2 h¶onappal m¶ert ¯zet¶esi st¶atuszban feltehet}oen az
5 h¶onappal kor¶abbi ¶allapot hat¶asa ,,m¶eg megjelenik", a 2 h¶onappal k¶es}obbi
st¶atusz hat¶asa pedig ,,m¶ar megjelenik". Hasonl¶o jelens¶eg okozza a HSIC-
Lasso ¶altal prefer¶alt modellben tapasztalt redundanci¶akat is. Ellenben, a Hi-
brid algoritmus seg¶³ts¶eg¶evel r¶ajÄohetÄunk, hogy a lek¶erdez¶es el}ott 3 h¶onappal
¯zetett tÄorleszt}or¶eszlet Äosszeg¶enek (PAY AMT3) szerepeltet¶es¶evel a modell-
ben ¶uj, nem-redund¶ans inform¶aci¶ohoz juthatunk az Äugyfelek cs}odval¶osz¶³n}us¶e-
g¶er}ol. Teh¶at azt mondhatjuk el, hogy a lek¶erdez¶es id}opontja el}otti h¶onapok
¯zet¶esi fegyelm¶ere vonatkoz¶o ¶uj inform¶aci¶ot a 3 h¶onappal kor¶abban ¯zetett
tÄorleszt}or¶eszlet Äosszege hordoz, a lek¶erdez¶es h¶onapj¶aban fenn¶all¶o h¶atral¶ekos
h¶onapok sz¶ama mellett. A h¶atral¶ekos h¶onapok sz¶am¶anak kor¶abbi ¶ert¶ekei a
cs}odval¶osz¶³n}us¶egre nem szolg¶altatnak ¶erdemi ¶uj inform¶aci¶ot.

A fut¶asid}ok vizsg¶alata sor¶an egy¶ertelm}u h¶atr¶anyban vannak a lehets¶eges
magyar¶az¶o v¶altoz¶ok halmaz¶anak tÄobb r¶eszhalmaz¶at is megvizsg¶al¶o algoritmu-
sok (Hibrid ¶es RFE v¶eletlen erd}ovel) a line¶aris keres}o mRMR-vel ¶es a regu-
lariz¶aci¶os becsl¶esi feladatot megold¶o HSIC-Lasso-val szemben, nem is besz¶elve
az egyszer}u dÄont¶esi f¶ar¶ol. Azonban, ha az elemz}o c¶elja egy takar¶ekos ma-
gyar¶az¶o modell ¶ep¶³t¶ese, ¶es a fut¶asid}ore nincsenek kimondottan sz}uk korl¶atok,
akkor ¶erdemes lehet a Hibrid algoritmust alkalmazni p¶eld¶aul a v¶eletlen erd}ovel
kombin¶alt RFE algoritmussal szemben. Hiszen a Hibrid algoritmus hasonl¶o
fut¶asid}o ¶es tesztadat teljes¶³tm¶eny mellett egy olyan megold¶ast tud biztos¶³tani,
melyben a magyar¶az¶o v¶altoz¶ok hat¶asa jobban visszafejthet}o. Term¶eszetesen
ezen kezdeti eredm¶enyek m¶eg tov¶abbi vizsg¶alatokat ig¶enyelnek tÄobb, a je-
len tanulm¶anyban vizsg¶altakt¶ol elt¶er}o viselked¶es}u adatb¶azisokon is. Ezen t¶ul
a Hibrid algoritmus eredm¶enyeinek ¶erz¶ekenys¶egvizsg¶alata is fontos eredm¶e-
nyekre vezethet az alkalmazott pr¶ob¶akhoz v¶alasztott szigni¯kanciaszint ¶es a
concurvity m¶ert¶ekre szabott korl¶at szigor¶us¶ag¶anak fÄuggv¶eny¶eben.
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6 ÄOsszegz¶es

Jelen tanulm¶anyban bemutattunk egy hibrid genetikus { harm¶oniakeres}o al-
goritmust ¶altal¶anos¶³tott addit¶³v modellek v¶altoz¶oszelekci¶os feladat¶anak meg-
old¶as¶ara.

Munk¶ankban ¶attekintettÄuk a GAM-ok alapfogalmait, kÄulÄon kit¶erve a ma-
gyar¶az¶o v¶altoz¶ok nem-line¶aris transzform¶aci¶oj¶at megval¶os¶³t¶o fÄuggv¶enyek re-
prezent¶aci¶oj¶ara. Bemutattuk, hogy thin plate spline fÄuggv¶enyek alkalma-
z¶as¶aval automatiz¶alhat¶o a spline fÄuggv¶enyek rendj¶enek ¶es a b¶azisfÄuggv¶enyek
szakaszhat¶arainak megv¶alaszt¶asa. Ezzel a v¶altoz¶oszelekci¶os feladat komplexi-
t¶asa meg}orizhet}o: tov¶abbra is csak a modellben szerepel}o magyar¶az¶o v¶altoz¶ok
kÄor¶er}ol szÄuks¶eges dÄont¶est hozni. Felh¶³vtuk r¶a a ¯gyelmet, hogy GAM v¶al-
toz¶oszelekci¶o sor¶an kerÄulend}o a concurvity jelens¶eg a v¶egs}o modellben, ha
c¶elunk egy j¶ol ¶ertelmezhet}o modell kialak¶³t¶asa, amiben a v¶altoz¶ok hat¶asai
visszafejthet}ok. A thin platse spline-ok fogalmainak seg¶³ts¶eg¶evel bemutat-
tunk egy m¶ert¶eket, amivel m¶erhet}o a concurvity jelens¶eg, azaz megadhat¶o,
hogy egy magyar¶az¶o v¶altoz¶o mennyire j¶ol kifejezhet}o m¶as magyar¶az¶o v¶altoz¶ok
nem-line¶aris fÄuggv¶enyek¶ent.

A tanulm¶anyban ismertettÄunk k¶et olyan korszer}u v¶altoz¶oszelekci¶os algo-
ritmust, amelyek c¶elfÄuggv¶enyÄukÄon keresztÄul tÄorekednek el¶erni, hogy a v¶egs}o
modellben a concurvity jelens¶eg ne l¶epjen fel. Ugyanakkor, mindk¶et algorit-
mus a concurvity-t csak magyar¶az¶ov¶altoz¶o-p¶aronk¶ent vizsg¶alja. Ezzel ¯gyel-
men k¶³vÄul hagyj¶ak az olyan eseteket, amelyekben egy magyar¶az¶o v¶altoz¶o a
modellben szerepl}o egy¶eb v¶altoz¶ok tÄobbv¶altoz¶os fÄuggv¶enyek¶ent fejezhet}o ki.

Bemutattuk, hogyan ¶ep¶³thet}o be a thin plate spline fÄuggv¶enyek alkalma-
z¶asa a line¶aris v¶altoz¶oszelekci¶ot m¶ar kezel}o Hibrid algoritmusba. Megmutat-
tuk, hogy a Hibrid algoritmus k¶epes kezelni kÄozvetlenÄul a concurvity m¶ert¶ek-
re vonatkoz¶o korl¶atokat is a v¶altoz¶oszelekci¶os feladatban. KiemeltÄuk, hogy
az algoritmus hat¶ekony m}ukÄod¶es¶enek kulcsa a kezdeti mem¶oria (popul¶aci¶o)
j¶o min}os¶eg¶enek biztos¶³t¶asa. Erre k¶et lehets¶eges megold¶ast is javasoltunk: a
nagy mem¶oriam¶eret alkalmaz¶as¶at ¶es az algoritmus tÄobbszÄori futtat¶as¶at kis
maxim¶alis gener¶aci¶osz¶am mellett.

A bemutatott algoritmusokat alkalmaztuk k¶et val¶os adatb¶azison. Mindk¶et
esetben a Hibrid algoritmus v¶egs}o modellje a legnagyobb becsl¶esi pontoss¶aggal
rendelkez}o modell, amely mentes a concurvity jelens¶egt}ol. A kisebb m¶eret}u,
betongerend¶ak adatb¶azison tÄort¶en}o futtat¶asok sor¶an vizsg¶altuk a Hibrid algo-
ritmus optim¶alis param¶etereinek be¶all¶³t¶as¶at. A vizsg¶alat alapj¶an elmondhat-
tuk, hogy az algoritmus hat¶ekonyabb, ha a v¶eletlenszer}u szelekci¶os oper¶atorai
domin¶alnak, de a szab¶alyszer}u elemek teljes elhagy¶asa nem ki¯zet}od}o. A
kezdeti popul¶aci¶o min}os¶eg¶enek biztos¶³t¶as¶ahoz hat¶ekonyabb m¶odszer az algo-
ritmus tÄobbszÄori futtat¶asa kis maxim¶alis gener¶aci¶osz¶am mellett. A nagyobb
m¶eret}u, banki Äugyfelek adatb¶azison bemutattuk, hogy a mem¶ori¶aban l¶ev}o
egyedekhez tartoz¶o modellek p¶arhuzamos kisz¶am¶³t¶as¶aval az algoritmus v¶ar-
hat¶o fut¶asideje rÄovid¶³thet}o. Ugyanakkor a Hibrid algoritmus alkalmaz¶asakor
nagyobb adatb¶azis eset¶eben a fut¶asid}o¶³gy is jelent}os, b¶ar hasonl¶o nagys¶agren-
d}u, mint egy v¶eletlen erd}o algoritmus RFE v¶altoz¶oszelekci¶oval kombin¶alva.
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ÄOsszess¶eg¶eben az eredm¶enyeink alapj¶an elmondhat¶o, hogy ha a c¶el egy ta-
kar¶ekos, magyar¶az¶o jelleg}u modell ¶ep¶³t¶ese az eredm¶enyv¶altoz¶ora, ¶es a fut¶asid}o
sem komoly korl¶at, akkor a Hibrid algoritmus alkalmaz¶asa javasolt az egy¶eb
vizsg¶alt v¶altoz¶oszelekci¶os algoritmusokkal szemben. K¶es}obbi munk¶ainkban
tervezzÄuk a Hibrid algoritmus eredm¶enyeinek ¶erz¶ekenys¶egvizsg¶alat¶at az al-
kalmazott pr¶ob¶akhoz v¶alasztott szigni¯kancia-szint ¶es a concurvity m¶ert¶ekre
szabott korl¶at szigor¶us¶ag¶anak fÄuggv¶eny¶eben. Tov¶abb¶a tervezzÄuk elemezni a
Hibrid algoritmus viselked¶es¶et a jelen tanulm¶anyban vizsg¶alt adatb¶azisokhoz
k¶epest elt¶er}o viselked¶es}u, ¶uj adathalmazokon is.
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Mell¶ekletek

Az 5.1. fejezetben bemutatott felt¶etelek mellett a Hibrid algoritmusra el-
v¶egzett ceteris paribus elv}u param¶eteroptimaliz¶al¶as r¶eszletes eredm¶enyeit a
betongerend¶ak adatb¶azison jelen mell¶ekletben ismertetjÄuk.

1. A Mem¶oria (Popul¶aci¶o) m¶eret keres¶ese

Fontos megjegyezni, hogy a mem¶oriam¶eret eset¶eben a lehet}o legnagyobb ¶er-
t¶ek az optim¶alis. 20 fÄol¶e nem emeltÄuk az ¶ert¶eket, mivel akkor az algoritmus-
ban m¶ar 5-n¶el kevesebb l¶ep¶es kellett volna a meg¶all¶asi krit¶erium kiel¶eg¶³t¶es¶e-
hez, ¶³gy az egyedek ÄorÄokl}od¶es¶et szab¶alyoz¶o szelekci¶os oper¶atorok l¶enyeg¶eben
semmilyen szerepet nem kaptak volna a futtat¶as sor¶an.

V¶altozatlanul hagyott param¶eterek: indul¶o HMCR = 0;2; maxim¶alis
HMCR = 0;6; indul¶o mut¶aci¶os val¶osz¶³n}us¶eg = 0,9; minim¶alis mut¶aci¶os
val¶osz¶³n}us¶eg = 0,2; A korai kil¶ep¶es v¶altozatlan legjobb c¶elfÄuggv¶enyre vonat-
koz¶o felt¶etele = 5.

3. ¶abra. A Hibrid algoritmus hat¶ekonys¶aga a popul¶aci¶om¶eret fÄuggv¶eny¶eben. Forr¶as: saj¶at
szerkeszt¶es.
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2. Az indul¶o HMCR val¶osz¶³n}us¶eg keres¶ese

Mivel a HMCR val¶osz¶³n}us¶eget az algoritmus fut¶asa sor¶an folyamatosan nÄo-
veljÄuk, ¶³gy a k¶et azonos hat¶ekonys¶ag¶u megold¶as (5% ¶es 30%) kÄozÄul a kisebbet
tekintjÄuk optim¶alisnak. Hasonl¶o okb¶ol kifoly¶olag az indul¶o HMCR val¶osz¶³-
n}us¶eg ¶ert¶ekek maximuma 70%-ban lett meg¶allap¶³tva.

V¶altozatlanul hagyott param¶eterek: Mem¶oria m¶erete = 15; maxim¶alis
HMCR = 0;9; indul¶o mut¶aci¶os val¶osz¶³n}us¶eg = 0,9; minim¶alis mut¶aci¶os
val¶osz¶³n}us¶eg = 0,2; A korai kil¶ep¶es v¶altozatlan legjobb c¶elfÄuggv¶enyre vonat-
koz¶o felt¶etele = 5.

4. ¶abra. A Hibrid algoritmus hat¶ekonys¶aga az indul¶o HMCR val¶osz¶³n}us¶eg fÄuggv¶eny¶eben.
Forr¶as: saj¶at szerkeszt¶es.
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3. Az indul¶o mut¶aci¶os (bw) val¶osz¶³n}us¶eg keres¶ese

Mivel az algoritmus fut¶as sor¶an a mut¶aci¶os val¶osz¶³n}us¶eg folyamatosan csÄokken,
¶³gy az indul¶o mut¶aci¶os val¶osz¶³n}us¶eg ¶ert¶ekek minimuma 30%-ban lett meg¶al-
lap¶³tva.

V¶altozatlanul hagyott param¶eterek: Mem¶oria m¶erete = 15; indul¶o HMCR
= 0;2; maxim¶alis HMCR = 0;6; minim¶alis mut¶aci¶os val¶osz¶³n}us¶eg = 0,1; A
korai kil¶ep¶es v¶altozatlan legjobb c¶elfÄuggv¶enyre vonatkoz¶o felt¶etele = 5.

5. ¶abra. A Hibrid algoritmus hat¶ekonys¶aga az indul¶o mut¶aci¶os val¶osz¶³n}us¶eg fÄuggv¶eny¶eben.
Forr¶as: saj¶at szerkeszt¶es.
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4. A maxim¶alis HMCR val¶osz¶³n}us¶eg keres¶ese

Mivel a HMCR val¶osz¶³n}us¶eget az algoritmus fut¶asa sor¶an folyamatosan nÄo-
veljÄuk, ¶³gy a maxim¶alis gener¶aci¶osz¶am eset¶en ¶erv¶enyes ¶ert¶ek¶et nem engedjÄuk
20% al¶a csÄokkenni.

V¶altozatlanul hagyott param¶eterek: Mem¶oria m¶erete = 15; indul¶o HMCR
= 0;1; indul¶o mut¶aci¶os val¶osz¶³n}us¶eg = 0,9; minim¶alis mut¶aci¶os val¶osz¶³n}us¶eg
= 0,2; A korai kil¶ep¶es v¶altozatlan legjobb c¶elfÄuggv¶enyre vonatkoz¶o felt¶etele
= 5.

6. ¶abra. A Hibrid algoritmus hat¶ekonys¶aga a maxim¶alis HMCR val¶osz¶³n}us¶eg fÄuggv¶eny¶eben.
Forr¶as: saj¶at szerkeszt¶es.
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5. A minim¶alis mut¶aci¶os (bw) val¶osz¶³n}us¶eg keres¶ese

Mivel az algoritmus fut¶as sor¶an a mut¶aci¶os val¶osz¶³n}us¶eg folyamatosan csÄokken,
¶³gy a maxim¶alis gener¶aci¶osz¶am eset¶en ¶erv¶enyes ¶ert¶ek¶et nem engedjÄuk 70% fÄol¶e
emelkedni.

V¶altozatlanul hagyott param¶eterek: Mem¶oria m¶erete = 15; indul¶o HMCR
= 0;2; maxim¶alis HMCR = 0;6; indul¶o mut¶aci¶os val¶osz¶³n}us¶eg = 0,9; A korai
kil¶ep¶es v¶altozatlan legjobb c¶elfÄuggv¶enyre vonatkoz¶o felt¶etele = 5.

7. ¶abra. A Hibrid algoritmus hat¶ekonys¶aga a minim¶alis mut¶aci¶os val¶osz¶³n}us¶eg fÄuggv¶eny¶eben.
Forr¶as: saj¶at szerkeszt¶es.
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6. A glob¶alis optimum vagy a m¶asodik legjobb megold¶as megtal¶a-
l¶as¶ahoz szÄuks¶eges l¶ep¶essz¶amok eloszl¶asa

A 3. t¶abl¶azatban adott optim¶alis param¶eter ¶ert¶ekek mellett a glob¶alis opti-
mum vagy a m¶asodik legjobb megold¶as megtal¶al¶as¶ahoz szÄuks¶eges l¶ep¶essz¶amok
eloszl¶as¶at mutatja az 5. t¶abl¶azat . A kiemelt gyakoris¶ag¶ert¶ekek r¶avil¶ag¶³tanak,
hogy az optim¶alis param¶eterek alkalmaz¶asa mellett a futtat¶asok valamivel
tÄobb mint harmad¶aban (12/30 esetben) ¶ugy tal¶alja meg a Hibrid algoritmus
a glob¶alis optimumot vagy a m¶asodik legjobb megold¶ast, hogy ez a megold¶as
m¶ar az algoritmus 5. iter¶aci¶oja el}ott a mem¶ori¶aba kerÄult.

V¶egs}o megold¶as megjelen¶es¶enek iter¶aci¶oja
H¶anyadik legjobb megold¶as? 2 3 4 5 6 7 8 9 10 V¶egÄosszeg

8 1 1
7 1 1
6 1 1
5 1 1 2
4 2 1 3
3 1 1 2
2 2 1 1 1 1 1 7
1 3 1 3 2 1 2 1 13

V¶egÄosszeg 6 1 3 7 3 2 3 2 3 30

5. t¶abl¶azat. A megold¶asok megtal¶al¶as¶ahoz szÄuks¶eges l¶ep¶essz¶amok eloszl¶asa

FEATURE SELECTION IN GENERALIZED ADDITIVE MODELS WITH

METAHEURISTICS

In supervised machine learning our aim is to predict a well-de¯ned target variable
as accurately as possible by utilizing the known values of several feature variables.
Nowadays many complex algorithms are available to solve this task. On the other
hand, algorithms that provide the most accurate estimates of the target variable are
usually poor at determining marginal e®ects of the feature variables to the target.
However, in certain practical applications, the most important result of supervised
learning is not necessarily the accurate estimation of the target, but the discovery
of each feature's marginal e®ect. For example, a bank has to o®er a clear reasoning
when declining a credit application. In our current big data environment, when the
number of possible features is large, determining marginal e®ects can be challenging
even for a linear regression model. One tool that can be utilized to make supervised
learning models more interpretable is feature selection.

In this paper we examine the performance of the most recent feature selec-
tion algorithms that can be utilized in the context of Generalized Additive Models
(GAMs). We chose the model framework of GAMs since they represent a balance
between model interpretability and prediction accuracy. In GAMs, marginal e®ect
of the features can be determined, and we are not bound by pre-de¯ned linear,
logarithmic, or any other closed functional forms when representing the non-linear
e®ect of features. However, the model does assume an additive structure, so we
should apply features that are uncorrelated in a non-linear sense.

Several feature selection algorithms can be applied in a GAM framework. How-
ever, the algorithms based on the Hilbert-Schmidt Independence Criterion (HSIC)
aim to avoid selecting redundant features. Themost recent examples are the mRMR
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and the block HSIC Lasso. On the other hand, these algorithms only examine pair-
wise independence of the features, so they cannot tackle a case where one feature
can be accurately estimated by the combination of several other features. There-
fore, we propose a hybrid genetic-improved harmony search algorithm (HGHS for
short) that applies thin plate splines to produce a best subset feature selector that
is capable to ¯nd parsimonious models. In the HGHS, the classical feature selec-
tion problem is extended with an extra constraint that ensures that redundancy
between the selected features is avoided. Numerical examples for the constrained
feature selection problem are shown on two real world datasets. The ¯rst dataset
contains 9 variables of 1030 concrete girders. The task is to estimate the com-
prehensive strength of concrete material as a non-linear function of age and ingre-
dients. In the second dataset, the task is to estimate for clients in a Taiwanese
bank if they are to report default on their credit card loans in one month from
now. This dataset consists of 30000 observations and 26 possible features. The
performance of the HA is compared with the mRMR and the HSIC Lasso on these
datasets. On the second, larger dataset, CART Decision Tree and Recursive Fea-
ture Elimination (RFE) combined with a Random Forest learner is also applied as
a benchmark algorithm that is not based on GAM learners. All the R scripts of
the numerical experiments, the training and test datasets in Rda format, and the
tables containing detailed numerical results in csv and xlsx formats are available on
the https://github.com/KoLa992/Hybrid-algorithm-for-GAMs repository. Every
R script was run in R version 3.5.3., on a 64-bit Windows 10 operating system.

Based on the numerical results, the HGHS can tackle the constrained feature
selection problem more e®ectively than the mRMR and HSIC-Lasso. The HA is
the only one of the examined algorithms that can propose models with feature sets
that are completely free of redundancy on both examined real-world datasets. This
result cannot be matched by the mRMR and the HSIC-Lasso since they only address
the redundancy between variable pairs. In case of the Concrete Comprehensive
Strength Dataset, the mRMR algorithm proposes a concurvity-free feature subset,
but the prediction accuracy of the proposed model is smaller than that of the model
proposed by the HGHS.

The performance of the HGHS metaheuristic is greatly a®ected by the balance
between random and controlled selection operators. Results show that when apply-
ing the HGHS in a GAM framework, it is preferred to generate completely random
new individuals during the iterations, but inheritance from the previous population
should not be neglected. In fact, it is also preferred to continuously increase the
probability of inheriting an individual from the better-than average individuals of
the previous memory/population. Results of a ceteris paribus sensitivity analysis
highlight that in case of the optimal parameter set of HGHS, the algorithm can ¯nd
the global optima or the second-best solution before mapping 40% of the search
space in more than third of trials. Based on this observation, we can conclude that
the poor quality of initial memory/population should be addressed by running the
algorithm from several initial random populations rather than running the algo-
rithm once with large population/memory size. On a large dataset the runtime of
the metaheuristic is substantial. However, with parallelization the runtimes can
be decreased to the level of Random Forest algorithm combined with Recursive
Feature Elimination algorithm.




